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Abstract: In the face of the need for greater sustainability, there has been an increasing pursuit
of the use of renewable energy sources such as wind, solar, and biomass. Due to Brazil’s climatic
conditions, the participation of wind and solar energy sources has rapidly grown in the energy
matrix. This work addresses the prediction of energy generation in a solar complex. To do so,
machine learning techniques are proposed to determine the energy production to be generated
throughout a day, according to the solar irradiance measured by solar stations. Real data from a
solar complex located in the north of Minas Gerais were used as a case study. Various methods
and parameters were evaluated through the development of models using Random Forest (RF)
and Artificial Neural Networks (ANNs). In total, six types of ANNs and three types of RFs were
evaluated using solar irradiance data as input. In the tests conducted, we evaluated how the
frequency of the input data influences the prediction quality. Comparative tests of the results
obtained using data every 15, 30, and 60 minutes indicate that there is no difference in the use of
the different frequencies evaluated. Regarding the different methods and parameters evaluated,
the results obtained after 30 rounds of each method demonstrate that the implemented methods
can be used for solar energy generation prediction, with special emphasis on the ANN with relu
activation function and 10 neurons which shows the best metrics.

Resumo: Diante da necessidade de maior sustentabilidade, têm-se buscado cada vez mais o uso
de fontes de energia renováveis, como eólica, solar e biomassa. Devido às condições climáticas
do Brasil, a participação de fontes de energia eólica e solar têm crescido rapidamente na matriz
energética. Este trabalho trata sobre a predição de geração de energia em um complexo solar.
Para isso, propõe-se técnicas de aprendizagem de máquina para determinar a produção de
energia a ser gerada ao longo de um dia, de acordo com a irradiância solar medida pelas
estações solarimétricas. Como estudo de caso foram utilizados dados reais de um complexo solar,
localizado no norte de Minas Gerais. Foram avaliados diversos métodos e parâmetros através
do desenvolvimento de modelos utilizando as técnicas de Random Forest (RF) e Redes Neurais
Artificiais (RNAs). Ao todo, seis tipos de RNAs e três tipos de RFs foram avaliados usando
dados de irradiância solar como entrada. Nos testes realizados, avaliamos como a frequência
dos dados de entrada influencia na qualidade da predição. Testes comparativos dos resultados
obtidos utilizando dados a cada 15, 30 e 60 minutos indicam que não existe diferença entre o uso
das distintas frequências avaliadas. Quanto aos diferentes métodos e parâmetros avaliados, os
resultados obtidos após 30 rodadas de cada método demonstram que os métodos implementados
podem ser usados para a predição da geração de energia solar, com especial destaque para a
RNA com função de ativação relu e 10 neurônios que apresenta as melhores métricas.
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Sociedade Brasileira de Automática (SBA) 
XXV Congresso Brasileiro de Automática - CBA 2024, 15 a 18 de outubro de 2024 

ISSN: 2525-8311 1417 DOI: 10.20906/CBA2024/4366



1. INTRODUÇÃO

A forma como a energia vem sendo produzida e consumida
atualmente se mostra incompat́ıvel com a sustentabilidade,
uma vez que há limites nas reservas dispońıveis e o seu uso
gera impactos ambientais significativos (Goldemberg and
Lucon, 2007).

Diante desse cenário, se faz necessário buscar alternativas
energéticas renováveis e adotar práticas que garantam o
suprimento das necessidades atuais sem comprometer a
capacidade das futuras gerações de atenderem às suas
próprias necessidades. A energia renovável vem se des-
tacando como uma alternativa proṕıcia para reduzir os
impactos ambientais causados pelo uso de energia de fontes
não-renováveis (Allen et al., 2018). A energia renovável
é proveniente de fontes naturais, como sol, vento, água
e biomassa, que são capazes de se recuperar ao longo
do tempo, ao contrário dos combust́ıveis fósseis que são
esgotáveis e contribuem para emissão de gases de efeito
estufa.

Com o aumento da participação da energia renovável na
matriz energética, podemos reduzir a utilização e a depen-
dência de fontes não-renováveis, resultando na diminuição
da emissão de gases que contribuem para o efeito estufa e
promovendo uma transição para uma economia sustentá-
vel.

Dentro da gama de fontes de energia renovável, tem-se
a energia solar. A energia solar é uma fonte de energia
renovável e sustentável que utiliza a luz do sol para gerar
eletricidade. No Brasil, as condições climáticas favoráveis,
com alta incidência de radiação solar, tornam o páıs um
local ideal para a utilização dessa tecnologia. A implanta-
ção de painéis solares contribui para a geração de energia
limpa, reduzindo a dependência de fontes não-renováveis.
Além disso, a utilização da energia solar pode proporcionar
maior autonomia energética, reduzindo os custos com a
geração de energia e ajudando a evitar crises energéticas
(Pinto et al., 2016).

Relatórios do Painel Intergovernamental sobre Mudanças
Climáticas (IPCC, do termo em inglês Intergovernmental
Panel on Climate Change) enfatizam o papel crucial da
energia solar para alcançar as metas estabelecidas no
Acordo de Paris. Assinado em 2015, o Acordo propôs
limitar o aquecimento global a menos de 2 graus Celsius
em relação aos ńıveis pré-industriais e até mesmo alcançar
a meta de 1,5 graus Celsius (Rei et al., 2017).

Um dos desafios das grandes empresas mundiais é se en-
quadrarem dentro do acordo de Paris e demais acordos de
sustentabilidade exigidos pelos órgãos regulamentadores
espalhados pelo mundo. Companhias brasileiras devem se
atentar à meta de redução de emissões de carbono em 33%
até 2030. Um dos movimentos para se enquadrar nessa
realidade foi a construção de plantas solares, permitindo

⋆ O presente trabalho foi realizado com apoio da Coordenação de
Aperfeiçoamento de Pessoal de Nı́vel Superior - Brasil (CAPES) -
Código de Financiamento 001, do Conselho Nacional de Desenvol-
vimento Cient́ıfico e Tecnológico (CNPq - processos 302629/2023-
8, 310941/2023-7 e 306423/2020-0), do Instituto Tecnológico Vale
(ITV) e da Universidade Federal de Ouro Preto (UFOP).

a redução de emissões de carbono e contribuindo para as
metas de médio e longo prazo das companhias.

A crescente preocupação com a sustentabilidade tem im-
pulsionado a adição significativa de fontes renováveis à
matriz energética brasileira, com destaque para a energia
solar. Como a inclusão de parques solares de grande porte
na matriz energética ainda é recente, existe muita expec-
tativa sobre a capacidade de geração de energia destes
parques. Diante desse cenário, é crucial o aprimoramento
de técnicas de predição para estimar a produção de energia
de parques solares. Em geral, a estimativa de geração de
energia destes parques ainda é realizada de forma manual.
Com os dados acumulados de irradiância consegue-se esti-
mar a potência ativa gerada em cada parque.

Observa-se que caracteŕısticas importantes como o histó-
rico de dados e as potências de sáıda das sazonalidades
anteriores não são considerados na estimativa manual.
Diante disso, esse trabalho busca desenvolver algoritmos
preditivos baseados em diferentes métodos e com diversos
parâmetros, capazes de fornecer a geração estimada de
energia de um complexo solar, indicando os valores de
potência que devem ser gerados de acordo com dados de
irradiância solar.

Para validar os algoritmos preditivos propostos foi utili-
zado um estudo de caso de um complexo solar de grande
porte, localizado no norte de Minas de Gerais. Este com-
plexo tem capacidade de geração de mais de 700 MWp,
equivalente ao consumo de uma cidade de 800 mil habi-
tantes.

A continuação do artigo está organizado da seguinte ma-
neira. A Seção 2 aborda os métodos preditivos e traz
definições importantes, assim como trabalhos relacionados
ao tema. A Seção 3 indica os métodos escolhidos e as
métricas de avaliação que serão utilizadas. Já a Seção 4
traz um estudo de caso de uma planta real e discussões. Por
fim, as conclusões do trabalho são reportadas na Seção 5.

2. REVISÃO BIBLIOGRÁFICA

Nesta seção é apresentada uma revisão bibliográfica do
estudo. Na Seção 2.1 descreve-se as técnicas de aprendi-
zagem Random Forest e Redes Neurais Artificiais. Já na
Seção 2.2 são reportados trabalhos da literatura relaciona-
dos ao tema do presente estudo.

2.1 Aprendizado de Máquina

O aprendizado de máquina é definido como um campo da
inteligência artificial que se concentra no desenvolvimento
de algoritmos e técnicas computacionais que permitem
aprendizagem a partir de dados e experiências passadas
de forma automática (Monard and Baranauskas, 2003).

Árvore de Decisão é um algoritmo de aprendizado de
máquina que constrói uma hierarquia em forma de árvore
para tomar decisões com base em regras e condições
extráıdas dos dados de treinamento.

Um dos principais desafios das Árvores de Decisão é o
sobreajuste (overfitting), que ocorre quando o modelo se
adapta demais aos dados de treinamento e não consegue
convergir bem para novos dados fornecidos ao modelo
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(Hastie et al., 2009). Uma técnica comum para reduzir

o sobreajuste em Árvores de Decisão é a poda (pruning),
que envolve a remoção de partes da árvore que não são
relevantes. Existem várias abordagens de poda, como a
pré-poda (antes da construção da árvore) e a pós-poda
(após a construção da árvore).

As Árvores de Decisão também tendem a ser instáveis,
fazendo com que pequenas variações nos dados de treina-
mento resultem em árvores muito diferentes. Como forma
de aperfeiçoamento da Árvore de Decisão, surgiu a Ran-
dom Forest que é um algoritmo de aprendizado de má-
quina poderoso e amplamente utilizado, conhecido por sua
capacidade de lidar com uma variedade de problemas de
classificação e regressão.

Segundo Breiman (2001), a Random Forest é uma am-

pliação do algoritmo de Árvores de Decisão. Enquanto
as Árvores de Decisão tendem a sofrer com sobreajuste
e instabilidade, a Random Forest busca eliminar esses
problemas por meio da união de várias árvores em um
modelo mais confiável e estável.

A construção de uma Random Forest envolve duas técnicas
principais: bootstraping e feature bagging. A técnica de
bootstraping, apresentada em Breiman (1996), amostra
aleatoriamente o conjunto de dados de treinamento com
reposição para criar várias subamostras. Cada subamostra
é usada para treinar uma Árvore de Decisão. Por sua vez, a
técnica de feature bagging também conhecida como seleção
aleatória de atributos, envolve a seleção aleatória de um
subconjunto de atributos em cada nó da árvore durante a
construção do modelo. Isso ajuda a diversificar as árvores
e reduzir a correlação entre elas.

Após a construção das árvores individuais, a Random Fo-
rest combina suas predições por meio de uma votação ma-
joritária, para problemas de classificação, ou uma média,
para problemas de regressão. Essa abordagem de ensemble
learning permite que o modelo aproveite a diversidade das
árvores individuais, resultando em predições mais precisas
e estáveis.

Em um contexto comparativo e explorando uma abor-
dagem alternativa, destacamos as Redes Neurais Artifi-
ciais como uma metodologia inovadora para lidar com
problemas complexos, nos quais uma grande quantidade
de dados precisa ser analisada e modelada, envolvendo
caracteŕısticas estat́ısticas e computacionais interligadas
(Kovács, 2006).

Nielsen (2015) explica que as redes neurais são sistemas
com um grande número de elementos simples, chamados
neurônios, que trabalham juntos para resolver problemas
complexos. Cada neurônio recebe entradas, realiza algum
processamento e produz uma sáıda. A chave para o poder
das redes neurais está na organização desses neurônios em
camadas interconectadas. Essas camadas são compostas
por neurônios que estão conectados a neurônios em ca-
madas adjacentes. Durante o treinamento, os pesos das
conexões entre os neurônios são ajustados para que a
rede possa aprender a realizar a tarefa desejada, como
reconhecimento de padrões em imagens ou previsão de
séries temporais.

À medida que mais dados são apresentados à rede, ela
se ajusta e melhora sua capacidade de generalização para
fazer previsões precisas em novos dados não vistos anteri-
ormente. Essa capacidade de aprender e generalizar torna
as redes neurais uma ferramenta poderosa para uma ampla
gama de aplicações em ciência de dados e inteligência
artificial (Fleck et al., 2016).

2.2 Trabalhos Relacionados

As condições de radiação solar no Brasil são proṕıcias
para a produção de energia elétrica, devido a localização
tropical. Segundo Martins et al. (2005), durante a estação
do verão observa-se os ńıveis mais elevados de fluxo de
radiação solar na região central do páıs.

Buscando aproveitar a incidência solar no páıs, a Agência
Nacional de Energia Elétrica (ANEEL) iniciou leilões a
partir do ano de 2014 com o intuito de alcançar aproxi-
madamente 12 gigawatts-pico (GWp) de energia gerada a
partir da luz solar (Frate and Brannstrom, 2017). A partir
disso, muitas construções de parques solares surgiram no
Brasil, abrindo as portas para estudos na área de geração
de energia solar.

O estudo de Jiang et al. (2023) mostra o impacto das mu-
danças climáticas na estabilidade da energia solar. Vários
fatores climáticos afetam a quantidade de radiação solar
dispońıvel, tornando a geração de energia intermitente.
A nebulosidade, por exemplo, pode bloquear a luz solar
direta e difusa, reduzindo assim a quantidade de energia
capturada pelos painéis solares. Já a precipitação pode
diminuir a intensidade da radiação solar ao absorver ou
dispersar a luz. Por sua vez, a umidade pode afetar a trans-
missão da radiação solar através da atmosfera, alterando
sua quantidade e distribuição.

Os modelos f́ısicos são fundamentados em prinćıpios cien-
t́ıficos que descrevem a interação da radiação solar com
a atmosfera e a superf́ıcie terrestre. No artigo de Perez
et al. (2002) uma descrição detalhada do modelo de ra-
diação solar e sua validação por meio de comparações
com dados observacionais é apresentada. Apesar de sua
precisão teórica, os modelos f́ısicos enfrentam limitações
e desafios significativos quando aplicados em larga escala.
A complexidade computacional e a necessidade de dados
atmosféricos detalhados são algumas das limitações, en-
quanto a variabilidade espacial e temporal da radiação
solar apresenta desafios adicionais.

Um dos principais usos de algoritmos de aprendizado de
máquina na predição de energia solar é a predição da
irradiância solar. Como a previsão do tempo tem suma im-
portância para plantas solares, a irradiância solar é predita
na região do Ceará, treinando modelos de aprendizagem
de máquinas para curto e longo prazo, conforme Paiva
et al. (2022). O trabalho de Marinho et al. (2023) realiza
a predição da irradiância em um curto prazo de tempo (5
a 30 minutos) utilizando Redes Neurais.

Modelos baseados em Redes Neurais Artificiais (RNAs) e
outras técnicas têm sido aplicados para prever a quanti-
dade de irradiância solar incidente em determinadas re-
giões e momentos do dia. Seguindo o contexto, o artigo
de Voyant et al. (2017) utiliza de abordagens de Apren-
dizado de Máquinas para fornecer métodos que preveem
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a irradiância solar. Portanto, técnicas de aprendizado de
máquina, com destaque para as Redes Neurais Artificiais
e as Árvores de Decisão, têm se destacado na predição
de energia, permitindo uma modelagem mais precisa e
adaptável das variáveis envolvidas.

Para calcular a radiação solar de maneira acesśıvel, Pra-
sanna et al. (2022) desenvolveu modelos utilizando uma
rede neural artificial (RNA) em MATLAB, focando na

cidade de Hubli, na Índia. Criou-se esses modelos para
estimar a radiação média mensal que a cidade recebe,
validando-os com três métodos de treinamento: backpropa-
gation resiliente (RP), Scaled Conjugate Gradient (SCG)
e Levenberg-Marquardt (LM). Para garantir a precisão das
previsões, indicadores estat́ısticos como o erro quadrático
médio, a raiz do erro quadrático médio, o erro médio
absoluto e o erro percentual absoluto médio foram utiliza-
dos. Esses modelos mostraram que, com diferentes funções
de treinamento, é posśıvel obter estimativas precisas da
radiação solar, o que é crucial para aproveitar melhor a
energia solar em regiões espećıficas.

Além da predição de irradiância solar, algoritmos de apren-
dizado de máquina também são aplicados na predição
da produção de energia em sistemas fotovoltaicos. Essas
predições são essenciais para o planejamento da operação
e manutenção de instalações solares. Neste contexto, o
trabalho de Barros Silva et al. (2022) busca prever po-
tência em uma instalação fotovoltaica de duas usinas em
Fortaleza utilizando Redes Neurais Artificiais.

Patel et al. (2022) explora que, a energia solar enfrenta
o desafio de sua natureza não linear devido às condi-
ções climáticas aleatórias. Para resolver essa questão, a
previsão da radiação solar e da energia gerada é crucial,
utilizando técnicas mais precisas como Redes Neurais Ar-
tificiais (RNAs) e lógica Fuzzy. Os autores revisam estu-
dos presentes na literatura e indica que as RNAs, com
algoritmos diversos como retropropagação feed-forward,
modelos multicamadas e regressão linear, juntamente com
técnicas como ANFIS (Adaptive Neuro-Fuzzy Inference
System), apresentam melhores desempenhos. A precisão
dessas técnicas supera os modelos emṕıricos tradicionais,
sendo essencial para a previsão de curto e longo prazo
exigida pelos negócios de energia e unidades de controle. O
estudo destaca a dependência dos modelos de previsão em
relação aos parâmetros de entrada e aponta oportunidades
de pesquisa para melhorar ainda mais a eficiência dos
resultados.

A aplicação de Redes Neurais Artificiais na previsão de
parâmetros de produção de energia solar tem demonstrado
uma eficácia significativa na otimização do controle da rede
elétrica. Em um estudo recente, uma ferramenta desenvol-
vida com RNA utilizando o software MATLAB® foi capaz
de prever com precisão a produção futura de energia solar.
A validação dos resultados foi realizada através da análise
da raiz do erro quadrático médio (RMSE) das previsões
para dias não inclúıdos na base de dados de treinamento.
A diferença entre a energia realmente produzida e a pre-
vista variou entre 0,5 e 9 porcento segundo Rodŕıguez
et al. (2018). Esta capacidade preditiva é essencial para a
otimização do gerenciamento da rede, permitindo ajustes
dinâmicos baseados em previsões precisas de produção de
energia solar.

Em Sarper et al. (2021), modelos de regressão linear
são usados para prever a produção diária de energia
de sistemas fotovoltaicos no sudeste da Virǵınia, com
base em fatores como duração da luz do dia, umidade
relativa e presença de neblina. Em um trabalho prático,
de Melo Filho et al. (2018) apresentam um método de
análise de desempenho de plantas fotovoltaicas usando
regressão linear simples. Ele utiliza a relação entre o Índice
de Produtividade Final e o Índice de Produtividade de
Referência para identificar pontos de operação anômalos.

No estudo Barrera et al. (2020), propô-se uma ferramenta
para prever a produção de energia de fontes sustentá-
veis ao longo do ano, visando otimizar os investimentos.
Utilizando fontes de dados abertos, sensores e instalações
de Internet das Coisas (IoT) de toda Europa, aplicou-se
Redes Neurais Artificiais para desenvolver essa ferramenta
preditiva.

As técnicas de aprendizado de máquina, como RNAs, são
capazes de capturar relações complexas e não-lineares nos
dados, o que pode resultar em predições mais precisas
em comparação com modelos f́ısicos simples. O trabalho
de Ramesh et al. (2023) aborda a aplicação de técnicas
avançadas de aprendizado de máquina na predição da pro-
dução de energia em grandes usinas fotovoltaicas. O artigo
propõe o uso de uma Rede Neural baseada em codificador
AUTO (AUTO-NN) com extração de caracteŕısticas res-
tritas de Boltzmann para realizar essa predição de forma
inteligente. Ao integrar dados históricos de irradiação solar
e informações meteorológicas, a produção de energia solar
pode ser projetada com precisão.

Com base nos trabalhos descritos acima, neste estudo
busca-se desenvolver modelos capazes de predizer a ge-
ração de energia de um parque solar de forma assertiva.
Portanto, a proposta deste trabalho é comparar estatistica-
mente modelos de predição aplicados em uma planta solar
real levando em consideração a irradiância solar medida ao
longo do dia. Para isso são desenvolvidos modelos baseados
em diferentes técnicas e com diversos parâmetros. Métricas
e testes estat́ısticos são utilizados para definir a melhor
abordagem.

3. MÉTODO PROPOSTO

Com o objetivo de estimar a geração de energia elétrica
em um complexo solar, modelos de machine learning uti-
lizando técnicas de Random Forest e Redes Neurais, com
diferentes parâmetros, são comparados nesse trabalho.

3.1 Métricas de Avaliação

Para a fase de testes dos modelos foram adotadas métricas
amplamente reconhecidas para análise de desempenho dos
algoritmos propostos, incluindo o Erro Médio Absoluto
(Mean Absolute Error - MAE), o Erro Quadrático Médio
(Mean Squared Error - MSE) e o Coeficiente de Determi-
nação (R2). Seguindo as definições de Hastie et al. (2009)
e James et al. (2013), um resumo das métricas adotadas é
apresentado a seguir:

• MSE: o Erro Quadrático Médio é definido como a
média do quadrado da diferença entre os valores pre-
ditos e os valores reais de um conjunto de dados.
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Isso implica que quanto menor o valor de MSE, mais
próximos os valores preditos estão dos valores reais,
indicando um modelo mais preciso. Na estat́ıstica
e análise de dados, o MSE é usado para avaliar a
precisão de modelos de predição e estimativa. Ele
fornece uma medida objetiva da discrepância entre
as predições do modelo e os dados reais, facilitando
a interpretação e validação dos resultados. Matema-
ticamente, pode ser expresso pela Equação (1):

MSE =
1

n

n∑
i=1

(yi − ŷi)
2 (1)

em que n é o número total de observações no conjunto de
dados, yi é o valor real da i-nésima amostra e ŷi é o valor
predito para a i-nésima amostra.

• MAE: o Erro Médio Absoluto é uma métrica estat́ıs-
tica amplamente utilizada para avaliar a precisão de
modelos preditivos e estimativas. Ele fornece uma me-
dida da média da diferença absoluta entre os valores
preditos por um modelo e os valores reais observados.
Diferentemente do Erro Quadrático Médio, o MAE
considera a diferença absoluta, o que significa que
ele não penaliza tanto os erros grandes quanto o
MSE. Isso pode ser vantajoso em situações onde é
comum a observação de valores at́ıpicos com grande
afastamento das demais amostras da série (outliers)
ou quando a interpretação direta das diferenças é
importante. Em problemas de otimização e ajuste de
parâmetros, o MAE pode ser usado para avaliar a
precisão das estimativas geradas pelo modelo. O valor
de MAE é calculado pela Equação (2):

MAE =
1

n

n∑
i=1

|yi − ŷi| (2)

em que n representa o número de observações no conjunto
e |yi − ŷi| representa o erro absoluto.

• R2: o Coeficiente de Determinação é utilizado na
análise de variância, determinando a proporção da
variabilidade total de uma variável de resposta que
é explicada por um ou mais fatores. Essa métrica é
útil para avaliar a importância relativa dos fatores
em um experimento. Em essência, o R2 varia de 0
a 1, em que 0 indica que o modelo não explica ne-
nhuma variabilidade e 1 indica que o modelo explica
toda a variabilidade dos dados, por vezes podendo
ser expresso por porcentagem. Portanto, o R2 é uma
métrica importante para entender o poder explica-
tivo do modelo, fornecendo uma medida objetiva da
qualidade de ajuste do modelo aos dados observados
e permitindo comparações entre diferentes modelos e
até ajustes de parâmetros sobredimensionados. Essa
métrica pode ser expressa pela Equação (3):

R2 = 1−
∑n

i=1(yi − ŷi)
2∑n

i=1(yi − yi)2
(3)

em que y e o valor atual acumulativo, ŷi é o valor predito
e yi é a média dos valores.

3.2 Data set

O Data Set utilizado refere-se a coleta de dados de um
piranômetro, responsável pela medição de irradiância solar
no plano. O conjunto de dados inclui 604800 amostras
obtidas entre 08-nov-2023 00:00:01 e 14-nov-2023 23:59:59,
com uma taxa de amostragem igual a um segundo. Por se
tratarem de dados de um complexo solar real, o Data set
é de uso privado.

4. ESTUDO DE CASO

Nessa seção, realizamos a avaliação de métodos e parâme-
tros. Foram desenvolvidos diversos modelos utilizando as
técnicas de Random Forest (RF) e Redes Neurais Artifici-
ais (RNA). Ao todo, foram avaliados seis tipos de RNAs
e três tipos de RFs utilizando como entrada dados de
irradiância solar. Por fim, diferentes frequência dos dados
de entrada também foram avaliadas utilizando um RNA
com função de ativação relu e 10 neurônios.

4.1 Avaliação de métodos e parâmetros considerando
irradiância solar

Para o desenvolvimento do método da Rede Neural Artifi-
cial, utilizamos a biblioteca do scikit-learn em Python e o
método utilizado foi o MLP Regressor. Variamos o número
de neurônios entre 10 e 20, variando também as funções de
ativação tanh, relu e logistic. Os demais parâmetros foram
mantidos fixos: solver = lbfgs, learning rate init = 0.0001,
max iter = 100000 e momentum = 0.05.

Para o desenvolvimento do método de Random Forest,
também usamos a biblioteca do scikit-learn em Python. O
método utilizado foi Random Forest Regressor. Variamos
o número de árvores entre 10, 20 e 50, mantendo livre o
parâmetro de profundidade das árvores. Por deixar este
parâmetro livre, o método constrói árvores com a máxima
profundidade, realizando podas e buscando maximizar a
taxa de acerto.

O erro médio absoluto obtido em 30 rodadas de cada
método é ilustrado na Figura 1. São consideradas as
variações de parâmetros descritas anteriormente (número
de árvores, número de neurônios e função de ativação).

É importante destacar que quanto menor o MAE, melhor
a precisão do método. Dessa forma, o menor erro médio
encontrado foi usando uma rede neural MLP com função
de ativação do tipo relu e 10 neurônios (MAE = 196,844).

Buscando realizar uma avaliação estat́ıstica dos resultados,
iniciamos avaliando a adequação a normalidade dos con-
juntos, usando o método Shapiro-Wilk normality test. To-
dos os testes de normalidade apresentaram p-valor acima
de 0,01. Assim, com 99% de confiança, podemos considerar
que as distribuições são do tipo normais (i.e. paramétri-
cas). Dessa forma, o teste estat́ıstico de comparação de
distribuições utilizado pode ser o teste Welch Two Sample
t-test.

Comparamos inicialmente os resultados dos métodos de
Redes Neurais com função de ativação relu: Relu 10 e Relu
20, obtendo p-valor = 0,451, o que pode ser considerado
como equivalente. A comparação do método Relu 10 com
os métodos que utilizaram Random Forest : RF 10, RF
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Figura 1. Erro Médio Absoluto para 30 rodadas de cada método
com variação de parâmetros.

20 e RF 50, apresentou os p-valores iguais a 0,025,
0,432 e 0,720, o que também pode ser interpretado como
equivalente. Dessa forma, os métodos de RNA MLP com
relu e as RFs podem ser interpretados como métodos que
apresentam resultados equivalentes.

Já a comparação com os demais métodos de Redes Neurais
usando as funções de ativação logistic e tanh apresentaram
p-valores abaixo de 0,000. Dessa forma, podemos afirmar
que esses métodos apresentam resultados distintos.

Na Figura 2, apresentamos o gráfico comparativo dos
dados esperados e obtidos pelo modelo de Redes Neurais
utilizando função de ativação relu e 10 neurônios.

Observa-se que a dispersão dos pontos é mais acentuada
quando o complexo solar está operando próximo de suas
capacidades máximas. Isso sugere uma maior variabilidade
nos dados durante peŕıodos de pico de produção solar, o
que pode representar um desafio adicional para a precisão
das predições do modelo. Essa análise visual proporciona
pontos importantes sobre o desempenho do modelo em
diferentes condições operacionais do complexo solar.

Por fim, a Tabela 1 fornece uma comparação detalhada
entre os resultados obtidos pelos modelos implementados.
Ao examinar os valores de correlação, erro médio e outras
métricas, podemos avaliar de forma abrangente como a es-
colha dos parâmetros como função de ativação, do número
de neurônios e número de árvores influencia o desempenho
preditivo do modelo. Essa análise comparativa é essencial
para identificar as vantagens e as limitações de cada abor-
dagem e guiar futuras melhorias no modelo.

Ao considerar o contexto mais amplo do estudo, aprimorar
a correlação entre os modelos e os dados observados não
apenas valida a eficiência das técnicas empregadas, mas
também tem implicações práticas significativas. Uma cor-
relação mais forte entre os modelos de predição e os dados
reais pode aumentar a confiança nas predições do sistema,
facilitando uma gestão mais eficiente e otimizada da ge-
ração de energia solar em diferentes cenários e condições
climáticas.

Tabela 1. Resultados comparativos dos modelos.

Métricas de avaliação

MAE MSE R2

Função de ativação Número de neurônios

Redes

Neurais

tanh
10 400,98 658,46 0,871

20 317,72 536,59 0,911

relu
10 196,84 426,16 0,946

20 208,54 473,76 0,932

logistic
10 419,44 703,83 0,854

20 339,46 566,20 0,908

Número de árvores

Random

Forest

10 232,45 512,95 0,925

20 211,37 465,96 0,932

50 201,77 448,83 0,941

4.2 Investigação com mudança na frequência dos dados de
entrada

Os experimentos anteriores foram realizados considerando
como entrada dados horários. Investigamos uma nova
bateria de parâmetros considerando mudança de dados
horários (60 min) para dados a cada 15 e 30 minutos.

O resultado de 30 rodadas de treino e teste é apresentado
na Figura 3, usando a rede neural com função de ativação
do tipo relu com 10 neurônios. As entradas foram alteradas
para considerar mediana a cada 15, 30 e 60 minutos.

Figura 3. Erro Médio Absoluto de 30 rodadas de treino e teste,
considerando entradas com mediana móvel a cada 15, 30 ou 60
minutos.

Considerando a aparente similaridade dos conjuntos, rea-
lizamos o teste estat́ıstico Welch Two Sample t-test para
comparação dos resultados (West, 2021). Os p-valores
observados foram: t60, t30 = 0, 731; t60, t15 = 0, 288; e
t30, t15 = 0, 450. Considerando que os p-valores são todos
acima de 0,05, podemos concluir que não existe diferença
entre o uso das diferentes frequências avaliadas.

5. CONCLUSÕES

Uma predição eficaz da geração de energia solar é pri-
mordial para atingir a eficiência da operação de um com-
plexo solar e garantir maior confiabilidade da energia solar
fotovoltaica. Conforme avançamos no progresso cont́ınuo
em modelos de predição da energia, combinado com uma
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Figura 2. Esperado x obtido com Relu 10 neurônios.

quantidade de dados meteorológicos e geoespaciais mais
rigorosos, tem-se um aumento tanǵıvel na precisão das
predições. Enquanto continuamos a enfrentar desafios res-
tantes, como variabilidade espacial e temporal e incerteza
meteorológica, atualmente estamos em pé de igualdade
para uma integração mais eficiente de energias renováveis
nas redes elétricas. Esses avanços aumentarão a confia-
bilidade da energia solar e, também ajudarão a alcançar
ńıveis mais altos de adoção de energia limpa, garantindo
um futuro mais sustentável em relação ao meio ambiente.

Diferentes métodos e parâmetros foram avaliados bus-
cando o que melhor se adequasse a predição da geração
de energia solar utilizando dados da irradiação solar. Seis
tipos de Redes Neurais foram avaliados, variando os parâ-
metros função de ativação e número de neurônios. Para
o primeiro parâmetro foram utilizadas as funções tanh,
relu e logistic, já o número de neurônios variou entre 10 e
20. Também foram avaliados três tipos de Random Forest,
variando o número de árvores entre 10, 20 e 50.

Dos métodos avaliados, o que apresentou as melhores mé-
tricas foi a RNA com função de ativação relu e 10 neurô-
nios. Esse método obteve os menores valores de erro médio
absoluto e erro quadrático médio (MAE = 196,84 e MSE
= 426,16), além de coeficiente de determinação superior
a 94%. No entanto, testes estat́ısticos de comparação de
distribuição indicam que os métodos de RNA utilizando
a função de ativação relu - Relu 10 e Relu 20, e os três
métodos RFs avaliados - RF 10, RF 20 e RF 30, podem
ser considerados equivalentes.

Quanto a frequência dos dados de entrada, testes compa-
rativos dos resultados obtidos utilizando dados a cada 15,
30 e 60 minutos indicam que não existe diferença entre o
uso das diferentes frequências avaliadas.

Os resultados obtidos demonstram que os métodos imple-
mentados podem ser usados para uma predição eficiente
da geração de energia solar, com especial destaque para
o RNA com função de ativação relu e 10 neurônios. Em
trabalhos futuros, espera-se avaliar outros intervalos de
tempo e o uso de dados acumulados, que podem revelar
a tendência do comportamento das variáveis do problema,

assim como outras variáveis preditoras. Além disso, espera-
se quantificar as incertezas.

REFERÊNCIAS

Allen, M., Babiker, M., Chen, Y., Coninck, H., Con-
nors, S., Diemen, R., Dube, O., Ebi, K., Engelbrecht,
F., Ferrat, M., Ford, J., Forster, P., Fuss, S., Guillén,
B., Harold, J., Hoegh-Guldberg, O., Hourcade, J.C.,
Huppmann, D., Jacob, D., Jiang, K., Johansen, T.,
Kainuma, M., Kleijne, K., Kriegler, E., Ley, D., Liver-
man, D., Mahowald, N., Masson-Delmotte, V., Robin
Matthews, J., Millar, R., Mintenbeck, K., Morelli, A.,
Moufouma-Okia, W., Mundaca, L., Nicolai, M., Oke-
reke, C., Pathak, M., Payne, A., Pidcock, R., Pirani,
A., Poloczanska, E., Hans-Otto, P., Revi, A., Riahi, K.,
Roberts, D., Rogelj, J., Roy, J., Seneviratne, S., Shukla,
P., Skea, J., Slade, R., Shindell, D., Singh, C., Solecki,
W., Steg, L., Taylor, M., Tschakert, P., Waisman, H.,
Warren, R., Zhai, P., and Zickfeld, K. (2018). Summary
for policymakers. Intergovernmental Panel on Climate
Change (IPCC).

Barrera, J.M., Reina, A., Maté, A., and Trujillo, J.C.
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