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Abstract: In general, the uncontrolled growth of macrophyte banks is a big problem in reservoirs
used for electricity production, affecting operational efficiency, water quality and ecological
health. Therefore, effective management strategies such as mechanical removal, herbicide
treatments and biological control methods are often necessary to mitigate these problems
and maintain the functionality of power generation facilities. However, these strategies require
constant monitoring of the growth of this type of vegetation. In this context, and with the
advent of new remote sensing technologies designed to map the entire world using multiple
spectral bands, there has been an interest in addressing the problem of segmenting aquatic
vegetation through machine learning models or the use of spectral indices. This work aims at a
more generalized segmentation through the consumption of spectral bands and spectral indices,
making them primary information for training deep learning models, achieving Recall metrics
and IoU values of 66% and 59% respectively for our best case scenario.

Resumo: Em geral, o crescimento descontrolado de bancos de macrófitas é um grande problema
em reservatórios utilizados para a produção de eletricidade, afetando a eficiência operacional,
a qualidade da água e a saúde ecológica. Portanto, estratégias de gerenciamento eficazes, como
remoção mecânica, tratamentos com herbicidas e métodos de controle biológico, são frequen-
temente necessárias para mitigar esses problemas e manter a funcionalidade das instalações de
geração de energia. No entanto, essas estratégias exigem o monitoramento constante do cresci-
mento desse tipo de vegetação; nesse contexto, e graças à disponibilidade de novas tecnologias de
sensoriamento remoto que visam mapear o mundo inteiro, usando múltiplas bandas espectrais,
tem havido um interesse em abordar o problema da segmentação da vegetação aquática por
meio de modelos de aprendizado de máquina ou do uso de ı́ndices espectrais. Este trabalho
visa uma segmentação mais generalizada por meio do consumo de bandas espectrais e ı́ndices
espectrais, tornando-os informações primárias para o treinamento de modelos de aprendizado
profundo atingindo valores nas métricas da Accuracy e no IoU de 98% e 59% respectivamente
para nosso melhor cenário.
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1. INTRODUÇÃO

O crescimento descontrolado de macrófitas, especialmente
em pequenos reservatórios empregados para a produção de
eletricidade, tem um forte impacto no ecossistema aquá-
tico, gerando perda de biodiversidade bem como causando
prejúızos econômicos devido a problemas em turbinas e
a uma redução na produção de eletricidade decorrente de
alterações sobre o fluxo de água corrente (CEMIG, 2020).

Por outro lado, no Brasil não há normativa que discipline o
monitoramento de macrófitas aquáticas. Apenas em 2008,
o Conselho Nacional do Meio Ambiente (CONAMA) co-
meçou a discutir uma proposta de resolução (Brasil, 2015),
cujo objetivo era autorizar o controle de espécies aquáticas
em geral. A Resolução CONAMA nº 467 (Brasil, 2015)
dispõe sobre critérios para autorização de uso de produtos
ou agentes de controle de organismos ou contaminantes
em corpos h́ıdricos superficiais, mas a Resolução não dis-
corre sobre o monitoramento em si das plantas aquáticas,
apesar de o Art. 6º apresentar considerações a respeito de
monitoramento e manejo.

Dado o contexto para monitoramento de macrófitas e
considerando o amplo impacto em que ele se desenvolve, o
sensoriamento remoto desempenha um papel importante
no estudo da dinâmica da vegetação e na detecção de suas
mudanças. Este aspecto justifica-se pela sua capacidade de
gerar grandes volumes de imagens públicas multitemporais
e multiespectrais considerando grandes áreas de cobertura
(Jaramillo et al., 2024), (Zhao et al., 2024).

Nos últimos anos, levando em conta fontes de dados de
livre acesso, o monitoramento de macrófitas tem atráıdo
muito interesse no campo de aprendizado de máquina.
Autores como (Coladello et al., 2020) têm explorado o
potencial de séries temporais de imagens de satélite usando
algoritmos de aprendizado de máquina para monitorar
o comportamento espaço-temporal de macrófitas aquáti-
cas no reservatório de Salto Grande, localizado entre os
munićıpios de Salto Grande (SP) e Cambará (PR). Por
outro lado, autores como (Carlson et al., 2023) apresentam

aplicação de ı́ndices objetivos como Índice De Vegetação
Por Diferença Normalizada (NDVI, do inglês Normalized
Difference Vegetation Index) para quantificar as distribui-
ções de macrófitas nos sistemas de fiordes da Groenlândia.

Este artigo aborda os desafios apresentados pela combina-
ção de restrições de dados e morfologia de macrófitas em
pequenos reservatórios, aplicando ferramentas de Machine
Learning para segmentá-la aproveitando as caracteŕısticas
multiespectrais. O estudo está dividido em seis seções: a
metodologia e a preparação dos dados são descritas na
Seção 3; a Seção 4 descreve a arquitetura do modelo,
os parâmetros de treinamento, logo depois, na Seção 5
são apresentados uma análise quantitativa e qualitativa
dos resultados abrangendo os aspectos de treinamento e

inferência, para finalmente na Seção 6 apresenta as consi-
derações finais deste artigo.

Portanto, as principais contribuições deste trabalho são:

(a) Foi estabelecido um novo conjunto de dados para
tarefas de segmentação semântica em imagens de
satélite com presença de macrófitas. O conjunto de
dados foi criado usando um pipeline que considera
os produtos da missão Sentinel-2 da European Space
Agency (ESA); o pipeline contempla operações de
ponta a ponta com o objetivo de criar tensores que
serão a entrada para o modelo proposto a partir das
imagens multiespectrais.

(b) Um estágio de pré-processamento foi proposto com o
objetivo de mitigar a deficiência de contraste de ima-
gens multiespectrais por meio de transformações de
histograma através da recomposição da concentração
de pixels, melhorando assim a resposta do modelo de
segmentação.

(c) Foram estabelecidas avaliações qualitativas e quan-
titativas de diferentes modelos de segmentação, cujos
resultados fornecem uma base para trabalhos futuros.

2. REVISÃO BIBLIOGRÁFICA

O trabalho proposto por (Villa et al., 2018), realiza o
monitoramento do crescimento de macrófitas em lagos
através das análises de uma série temporal obtidas a partir
de imagens satelitais. O conjunto de dados usados neste
estudo foi coletado a partir de três fontes: 1) Dados in
situ onde foram obtidas amostras das espécies N. lutea
(NL), T. natans (TN), e N. nucifera (NN); 2) Os satélites
Sentinel-2, LandSat-7 e LandSat-8 foram usados para ob-
ter imagens da região de interesse com uma resolução entre
10 e 20 metros/pixels. As imagens dos três satélites foram
combinadas com o objetivo de simular uma aquisição de
séries temporais entre novembro de 2014 e janeiro de 2016;
3) Foram obtidas imagens RGB de alt́ıssima resolução
(alt́ıssima resolução: <1m/pixel, (Landscape, 2020)) in
situ das áreas com presença de macrófitas e vegetação
além da utilização de informações da região como ńıvel
de água antes e depois do reservatório para diferentes
datas em 2015. Os autores propuseram um modelo de
regressão semi-emṕırico baseados em ı́ndices espectrais das
regiões, como NDVI, Índice de Vegetação Ajustado Pelo
Solo (SAVI, do inglês Soil-Adjusted Vegetation Index), Tri-
angular Vegetation Index (TAVI), entre outros. Portanto,
este trabalho realizou-se a comparação entre a medição
Índice de Área Foliar Medida (in loco) com os resultados
do modelo de regressão, onde se atingiu na métrica Erro
Médio Absoluto (MAE, do inglês Mean Absolut Error) um
valor de 0,11 m2.

(Simona et al., 2020) propõem um método que realiza a
combinação dos dados temporais dos satélites Sentinel-1,
Sentinel-2 e Plêiades para a identificação e mapeamento
de macrófitas (vegetação aquática submersa, macrófitas
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emergentes e algumas macrófitas flutuantes) de zonas úmi-
das do delta do Danúbio. Os autores utilizaram o algoritmo
de classificação Regressão por Floresta Aleatória (RFR, do
inglês Random Forest Regression) para a identificação de
zonas úmidas de macrófitas. Nesse sentido foram feitas
combinações entre os satélites, informação das áreas de
interesse (in loco) e peŕıodos de observação. O modelo foi
treinado com base nos ı́ndices de vegetação obtidos das
imagens, como: ı́ndice de vegetação aprimorado, absorção
de clorofila modificada no ı́ndice de refletância, ı́ndice de
lagoa de diferença normalizada, ı́ndice de turbidez de dife-
rença normalizada, NDVI, Índice De Água Por Diferença
Normalizada (NDWI, do inglês Normalized Difference Wa-
ter Index). Segundo os resultados mostraram que todas as
combinações propostas têm em média 90% nas métricas
Producer Accuracy (PA) e User Accuracy (UA).

O trabalho apresentado por (Putri et al., 2023) propõe
uma abordagem para gerar um mapa de cobertura uti-
lizando modelos de Machine Learning e Deep Learning
(CNNs) em imagens satelitais. Os autores criaram dois
conjuntos de dados para o treinamento dos modelos: 1)
O primeiro conjunto de dados é composto por imagens
satelitais de diferentes fontes, as quais incluem diferentes
ı́ndices, tais como: Intensidade da Luz Nocturna (NTLI,

do inglês Night-Time Light Intensity), NDVI, Índice de
Construção (BUI, do inglês Built-Up Index), NDWI, Tem-
peratura da Superf́ıcie Terrestre (LST, do inglês Land
Surface Temperature), monóxido de carbono CO, dióxido
de nitrogênio NO2, dióxido de enxofre SO2. O segundo
conjunto de dados consiste em imagens satelitais diurnas e
noturnas usando as bandas RGB, da faixa viśıvel do espec-
tro eletromagnético. Os algoritmos de Machine Learning
utilizados no primeiro cenário foram Regressão por Árvore
de Decisão (DRT, do inglês Decision Tree Regression),
RFR e Regressão por Vetor de Suporte (SVR, do inglês
Support Vector Regression); no segundo cenário os modelos
deep learning utilizados foram CNN-1D e ResNet-34. Com
base nos resultados deste estudo, a CNN-1D apresentou o
melhor desempenho comparado à topologia ResNet-34 e
aos modelos de Machine Learning. As métricas utilizadas
e os respectivos resultados foram: Raiz do Erro Quadrático
Médio (RMSE, do inglês Root Mean Squared Error) =
3,15, Erro Absoluto Percentual Médio (MAPE, do inglês
Mean Absolute Percentual Error) = 23,6%, eMAE = 2,39.

3. MATERIAIS E MÉTODO

Esta Seção inclui a definição dos estágios de pré proces-
samento do conjunto de dados e os procedimentos cor-
respondentes empregados. Nesse contexto, a subseção 3.1
apresenta a arquitetura usada neste trabalho, fornecendo
uma descrição geral da mesma; logo depois a subseção 3.2
fornece uma visão geral da região inspecionada usada neste
estudo; posteriormente, a subseção 3.3 detalha os estágios
espećıficos de pré-processamento que foram implementa-
dos; com base no conjunto de dados preprocessados, a
subseção 3.4 elucida o escopo da conformação do conjunto
de dados considerando os requisitos do modelo de predição.

3.1 Arquiteturas

Este trabalho propõe a utilização da U-Net (Ronneberger
et al., 2015) por ser uma das arquiteturas de redes neurais

convolucionais consideradas linha de base na literatura no
que se refere a tarefa de segmentação, e especificamente
em tarefas de sensoriamento remoto para segmentação de
macrófitas (Zhao et al., 2022), (Yan et al., 2022).

O objetivo desta subseção é apresentar uma descrição geral
da arquitetura dos extratores de caracteŕısticas utilizado.

A arquitetura da U-Net, veja a Figura 1, consiste em três
partes: um caminho de contração responsável por capturar
as caracteŕısticas de alto ńıvel e reduzir as dimensões
espaciais da imagem de entrada; no centro da U-Net há
uma camada que captura as caracteŕısticas mais impor-
tantes e mantém as informações espaciais; e um caminho
de expansão simétrico que é responsável por aumentar o
tamanho dos mapas de caracteŕısticas de baixa resolução
para corresponder ao tamanho da entrada original.

Figura 1. Arquitetura do modelo U-Net.

A estratégia de treinamento da U-Net baseia-se no uso de
aumento de dados para aprender de forma eficiente com
pouqúıssimas imagens anotadas.

Juntamente com a arquitetura U-Net, foram testados como
extratores de caracteŕısticas Resnet50, Resnet101 Effici-
entNetV2, já que de acordo com (Elharrouss et al., 2022)
esses backbones são amplamente usados na segmentação.

3.2 Descrição da região utilizada no estudo

Neste estudo, utilizamos uma sequência de imagens mul-
tiespectrais geradas na missão Copernicus Sentinel-2 da
Agência Espacial Europeia (ESA, do inglês European Space
Agency) e acessadas através da API Google Earth Engine
(GEE). As imagens foram adquiridas para a região de
monitoramento de macrófitas localizada em PCHs 1 Ga-
fanhoto, instalada no rio Pará, no munićıpio de Divinó-
polis, cuja região de monitoramento inunda uma área de
0,169km2, conforme apresentado na Figura 2.

Os poĺıgonos georreferenciados indicando bancos de ma-
crófitas, também chamados de anotações, foram gerados
para a temporada de 01/2020 a 12/2023; os componentes
geográficos dos bancos de macrófitas foram consolidadas
em um arquivo vetorial com formato de dados padrão
1 PCHs Pequenas Centrais Hidrelétricas.
https://www.cemig.com.br/usina-do-conhecimento/voce-sabe-o-
que-e-uma-pch-descubra-aqui. Acesso em: 21/03/2024.
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Figura 2. Peŕımetro da área de monitoramento de macró-
fitas no PCH gafanhoto.

conhecido como GeoJson (extensão do formato de dados
JSON), pois esse formato foi projetado para representar
caracteŕısticas geográficas, juntamente com seus atributos
não espaciais.

3.3 Pré-processamento

Devido ao grande volume de dados espectrais e espaciais,
as imagens de satélite foram transformadas em um formato
[C, H, W] (Channel, Height, Width); o formato agrupa
o total das informações espectrais (C) em uma área com
tamanho (H, W). O processo de adaptação das informações
espectrais e espaciais (anotações) começou com a criação
de uma Região de Interesse (ROI, do inglês Region of
Interest) cuja geometria corresponde a um retângulo que
abrange a área de monitoramento de macrófitas no PCH
Gafanhoto. A definição de uma ROI foi um requisito neces-
sário para a aquisição de imagens espectrais dos satélites
Sentinel-2a/2b por meio da API GEE, e também atuou
como suporte para a divisão das informações espectrais e
espaciais em regiões menores chamadas de patchs gerados
por meio do corte geométrico.

Visando manter tão equilibrada quanto posśıvel a relação
percentual entre a classe de fundo e a classe das macrófitas,
[H, W] foi estabelecido com um tamanho de [128, 128]
pixels, sendo 128 um múltiplo de 32 (requisito da rede), e
apresentando uma boa relação entre as duas classes como
pode ser observado pelo quadrado vermelho na Figura 2.

Foi necessário padronizar o Sistema de Referência de Co-
ordenadas (CRS, do inglês Coordinate Reference System),
reprojetando o CRS dos arquivos .GeoJson (anotações)
para corresponder ao CRS das imagens de satélite; garan-
tir que as imagens de satélite e as anotações estejam em
um CRS comum torna posśıvel calcular as relações espa-
ciais e aplicar operações como o corte geométrico que são
baseadas em intersecar; é posśıvel que a relação espacial
ou topológica compartilhada por duas geometrias em um
sistema de coordenadas mude quando é projetada em um
CRS errado.

O processo de corte geométrico permitiu adaptar as ima-
gens espectrais ao tamanho [H, W], e como consequência
de possuir um CRS comum foi posśıvel associar a cada
pixel do conjunto de dados um rótulo semântico (classe)
que representa a presença de macrófitas ou um plano
de fundo. Por outro lado, as informações multiespectrais

relevantes dispońıveis para o treinamento do modelo são
encapsuladas na dimensão C, que em vez de representar
apenas as bandas espectrais do satélite, representa todas as
informações multiespectrais considerados no treinamento
do modelo, ou seja, bandas espectrais de satélite e produtos
espectrais como o NDVI ; a dimensão C é padronizada
para abranger 11 canais, 10 canais correspondem às ban-
das espectrais não atmosféricas do satélite Sentinel-2 e o
canal 11 refere-se ao ı́ndice espectral NDVI, o qual foi
considerado por ser um ı́ndice espectral que mede o verde
e a densidade da vegetação capturada em uma imagem
de satélite. Além disso, a padronização envolve a exclusão
dos canais Aerossóis (B01), Vapor de água (B09) e Cirrus
(B10) das imagens do satélite Sentinel-2a/2b. O ı́ndice
espectral NDVI é um indicador da biomassa fotossinte-
ticamente ativa amplamente utilizado em sensoriamento
remoto gerado de acordo com a Equação (1).

NDV I =
ρnir − ρred
ρnir + ρred

. (1)

Na Equação 1, ρnir refere-se ao canal (B04) Infravermelho
Próximo (NIR, do inglês Near InfraRed) e ρred refere-se
ao canal (B08), no conjunto de imagens Sentinel 2a/2b,
respectivamente.

Devido à prevalência de uma maior concentração de pixels
na região mais escura da distribuição de tons (onde os
ńıveis de brilho aumentam da esquerda para a direita), as
imagens de satélite carecem de textura. Para atacar esse
problema, foi realizado um cálculo da distribuição linear
de pixels entre 2% e 88% na banda virtual criada pela
concatenação da banda espectral para cada data de aqui-
sição, em cada uma das 10 bandas espectrais fornecidas
pelos satélites Sentinel 2a/2b; os limites do intervalo foram
determinados experimentalmente, observando o aprimora-
mento do contraste em uma recombinação espectral dos
canais RGB; canal 11 não foi submetido a esse processo
dado que é um produto da diferença normalizada.

O pipeline completo referente ao processo de adaptação da
informação espectral ao formato [C, H, W] é apresentado
na Figura 3.

Figura 3. Pipeline para a criação do array [C, H, W];
(a) representa a região de interesse (arquivo .shp)
usada para acessar a imagem de satélite (b) por
meio da plataforma GEE, (c) representa as operações
de processamento de dados necessárias para criar
os patchs (d) que serão consumidos pelo modelo de
aprendizagem profunda.
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3.4 Conformação do Conjunto de Dados

O conjunto total de dados consiste em 167 sequências de
imagens de satélite adquiridas em 167 datas diferentes,
cada uma das imagens de satélite foi subdividida em dois
patchs gerando 344 patchs de tamanho [11, 128, 128]; as
observações foram feitas entre janeiro de 2020 e dezembro
de 2023, com intervalos de aquisição homogêneos de 5 dias,
exceto nos dias com nuvens e/ou oclusões.

Foram utilizados 161 de imagens de satélite na confor-
mação do conjunto de dados de treinamento, um resumo
deste conjunto de dados é apresentado na Tabela 1, onde
se descreve pormenorizadamente os 11 produtos espec-
trais utilizados de acordo com o apresentado na Figura
3. As anotações (ground truth) para o conjunto de dados
de treinamento foram geradas individualmente para cada
uma das 161 imagens de satélite; através da observação
da recombinação RGB em cada imagem de satélite e deli-
neando empiricamente as áreas onde existam presencia de
macrófitas dentro do reservatório; já para o conjunto de
imagens de teste os autores dispõem de anotações feitas in
loco.

Tabela 1. Informações sobre as bandas e nú-
mero de patchs empregados na conformação do

conjunto de dados das macrófitas.

Sensor Bandas Espectrais
Número
de datas

Número
de patchs

MSI B02, B03, B04, B05, B06, B07,
B08, B8A, B11, B12 + NDVI

161 322

4. DESCRIÇÃO DO MODELO

Esta secção inclui uma breve descrição da rede neuronal e
das bibliotecas utilizadas neste trabalho. Neste contexto, a
subsecção 4.1 apresenta uma breve descrição do ambiente
de teste; em seguida, a subsecção 4.2 fornece uma visão
geral dos hiperparâmetros considerados durante o treino
do modelo; finalmente, a subsecção 4.3 detalha as métricas
utilizadas para validar o desempenho do nosso modelo.

A segmentação semântica foi realizada através da imple-
mentação da U-Net utilizando a biblioteca de aprendi-
zagem profunda TensorFlow juntamente com a API de
alto ńıvel Keras facilitando o treino do modelo graças à
flexibilidade deste ecossistema; além desse aspecto foram
usados no processo de avaliação três dos extratores de
caracteŕısticas mais comumente usados no processo de
segmentação, também conhecidos por backbones.

4.1 Detalhes do ambiente de teste

O modelo de Deep Learning foi implementado e treinado
em um High-Performance Computing (HPC) suportado
pela distribuição Ubuntu 18.04 do sistema operacional
Linux; A placa de v́ıdeo usada durante os experimentos
é uma DGX Nvidia A100 com 40GB de VRAM e 1TB de
RAM.

4.2 Hiperparâmetros

Os conjuntos de dados para o treinamento do modelo
foram divididos em dois blocos, mantendo uma proporção

de 70% (226 patchs) para treinamento e 30% (96 patchs)
para validação; no entanto, o bloco de teste foi constitúıdo
por 6 datas para as quais os autores possuem anotações
feitas in loco, ressaltando que as imagens dessas datas não
foram levadas em consideração na construção dos blocos de
treinamento e validação. Por outro lado, o modelo foi trei-
nado considerando o conjunto de hiperparâmetros apresen-
tados na Tabela 2. Além disso, foi aplicado a técnica early
stopping a qual visa interromper o treinamento quando
o desempenho da métrica de erro (loss), considerando
os dados de validação, apresenta aumento ou interrupção
sobre o processo de decaimento.

Tabela 2. Hiperparâmetros empregados no mo-
delo.

Modelo
Taxa

Aprendizagem
Batch
size

Épocas Optimizador

ResNets50 0,00001 1 54 Adam
ResNets101 0,00001 1 54 Adam

EfficientNetV2 0,00001 1 54 Adam

4.3 Métricas de Avaliação: Modelo de Segmentação

No contexto de Deep Learning e, especificamente, na
quantificação do desempenho dos modelos de segmentação
de objetos, métricas como Intersection over Union (IoU),
F1-Score entre outras são amplamente utilizados (Minaee
et al., 2022). Neste documento, avaliaremos o desempenho
do modelo por meio das seguintes três métricas:

(1) IoU : É definido como a área de interseção entre o
mapa de segmentação predito, A, e o mapa segmen-
tação real, B, dividido pela área de união entre os
dois mapas, apresentado na Equação (2).

IoU= J(A, B) =
A ∩B

A ∪B
. (2)

(2) F1-Score: Precision e Recall, são duas métricas úteis
para problemas de classificação binária em que o foco
seja analisar as componentes de predição associadas
às classes positivas. A Precision (3) mede dentre
todas as situações de classe Positivo que o modelo
fez, quantas estão corretas; enquanto a Recall (4) ou
sensibilidade, estabelece entre todas as situações de
classe Positivo como valor esperado, quantas estão
corretas.

Precision =
V P

V P + FP
. (3)

Recall =
V P

V P + FN
. (4)

Nas Equações 3 e 4 V P se refere à fração de Ver-
dadeiros Positivos, V N à relação de Verdadeiros Ne-
gativos, FP , Falsos Positivos e FN Falsos Negativos.

Normalmente, uma versão combinada das taxas
de Precision e Recall é de interesse; F1-Score (5)
é definida como a média harmônica de Precision e
Recall.

F1-Score =
2V P

2V P + FP + FN
. (5)

(3) Accuracy : indica o desempenho geral do modelo. Den-
tre todas as classificações, quantas o modelo classifi-
cou corretamente (6).
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Accuracy =
V P + V N

V P + V N + FP + FN
. (6)

5. RESULTADOS

Nesta secção, apresentamos a avaliação do desempenho do
nosso modelo quando testado com um conjunto de novas
imagens (dados de teste). Neste contexto, a subsecção
5.1 apresenta uma análise quantitativa do desempenho
do nosso modelo avaliado de acordo com as métricas
apresentadas na subsecção 4.3; em seguida, a subsecção 5.2
apresenta uma análise visual da segmentação de macrófitas
efetuada pelo nosso modelo.

5.1 Análise quantitativa

Visando aumentar a quantidade de informação dispońıvel
(pixels) para o treino do modelo, o conjunto de dados foi
redimensionado para um tamanho [11, 256, 256] (resize
X2 ) e um tamanho [11, 512, 512] (resize X4 ). Os resulta-
dos obtidos pelo modelo de segmentação no conjunto de
dados de teste (6 datas) são mostrados na Tabela 3 e na
Tabela 4.

O modelo U-Net/ResNet50 foi o modelo que apresentou
melhores resultados, atingindo um valor de 58,05% na
métrica do IoU para um no cenário de resize X2, apre-
sentando melhor desempenho do que a arquitetura U-
Net/ResNet101 embora a arquitetura do backbone Res-
Net101 apresente topologia maior que do backbone Res-
Net50; uma hipótese para melhores métricas associadas ao
modelo ResNet50 podem estar associados ao processo de
treinamento de redes mais profundas que apresentam pro-
blemas de convergência durante o processo de treinamento;
este aspecto tende a reduzir a capacidade de predição
de objetos com caracteŕısticas estat́ısticas diferentes (ou
menores) do dataset utilizado ao longo do treinamento.

Tabela 3. Resultado da segmentação de macró-
fita no conjunto de dados de teste Resize X2.

Modelo Precision F1-score IoU Recall

ResNets50 0,8957 0,6950 0,5382 0,5547
ResNets101 0,8593 0,6108 0,4677 0,5121

EfficientNetV2 0 0,0238 0,0128 0,0139

Essa hipótese é originada a partir dos dados experimentais
mostrados na Tabela 4, onde o treinamento dos modelos
U-Net/ResNet50 e U-Net/ResNet101 foi repetido mas o
conjunto de dados foi submetido a um processo de resize
X4 reduzindo a diferença entre as duas arquiteturas de
14,026% para 1,98%, Se compararmos seu desempenho
medido por meio do IoU.

Tabela 4. Resultado da segmentação de macró-
fita no conjunto de dados de teste Resize X4.

Modelo Precision F1-score IoU Recall

ResNets50 0,9070 0,7402 0,5919 0,6629
ResNets101 0,8618 0,7287 0,5803 0,6152

De acordo com a Tabela 3, o modelo U-Net/EfficientNetV2
foi o modelo com pior desempenho, uma vez que não
conseguiu generalizar. O desempenho extremamente baixo
do U-Net/EfficientNetV2 em comparação aos modelos
U-Net/ResNet50 e U-Net/ResNet101 poderia ser expli-
cado por uma seleção inadequada dos hiperparâmetros, de

acordo com as recomendações de (Fu, 2023). Além disso,
como pode ser observado na Figura 4, o conjunto de dados
de validação parece não ser uma amostra suficientemente
representativa para avaliar a generalização do modelo.

Por outro lado, de acordo com a Tabela 4, a métrica que
mede a taxa de Verdadeiros Positivos (Recall) do modelo
U-Net/ResNet50 no cenário de resize X4 mostram uma
melhoria de 17,77% em comparação com o cenário de
resize X2, sendo U-Net/ResNet50 novamente nosso melhor
modelo com um Recall de 66%. Além, não houve variação
significativa na diferença de porcentagem no Recall para
o U-Net/ResNet50 contra o U-Net/ResNet101 ; para os
cenários de resize X2 e resize X4, os dos modelos apre-
sentando uma diferença percentual de 7,987% e 7,464%,
respectivamente, indicando que a melhoria do desempenho
que produz o redimensionamento tem um aumento no
desempenho dos modelos em igual medida.

Figura 4. Curva de desempenho do IoU no modelo U-
Net/EfficientNetV2 durante o treinamento.

Este comportamento também pode ser observado na Fi-
gura 5, onde é apresentado o comportamento IoU dos
modelos U-Net/ResNet50 e U-Net/ResNet101 tanto para
um resize X2 quanto para um resize X4.

Figura 5. Curva de desempenho do IoU nos modelos U-
Net/ResNet50 e U-Net/ResNet101 durante o treina-
mento.
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5.2 Análise qualitativa

A avaliação qualitativa do desempenho do modelo foi
realizada em uma das seis datas para as quais há anotações
in loco. Essas datas foram escolhidas por ter vários bancos
de macrófitas com geometrias e áreas mistas, permitindo
assim avaliar qualitativamente o desempenho do modelo
em cenários com grandes e pequenas concentrações de
macrófitas. Por outro lado, a imagem abrange toda a
área correspondente à PCH Gafanhoto. As duas imagens
foram selecionadas aleatoriamente dos dados do conjunto
de dados de teste.

A visualização da análise qualitativa foi estabelecida por
meio de quatro estágios que permitem uma compreensão
abrangente do desempenho do modelo, começando com
a imagem de satélite inicial em formato RGB, seguida
pela máscara de segmentação gerada a partir de medições
in loco. Na sequência, a máscara predita pelo modelo de
segmentação é apresentada e por fim, se apresenta uma
sobreposição do contorno da máscara predita na imagem
de satélite em formato RGB. As Figuras 6 e 7 mostram a
predição de segmentação semântica.

Figura 6. Resultados qualitativos do modelo U-
Net/ResNet50 para um Resize de X2 e X4;
onde detalhamos o groundtruth (Gt Massk), a
máscara predita (Pr Mask) pelo modelo, e a
imagem conformada pela máscara predita sobreposta
à imagem RGB (Pr Mask 1), para duas datas
diferentes.

De acordo com as Figuras 6 e 7, tanto o modelo U-
Net/ResNet50 como o modelo U-Net/ResNet101 apresen-
taram um número elevado de Falsos Positivos num cenário
de resize X2, embora o modelo U-Net/ResNet50 tenha
gerado um número inferior de Falsos Positivos em com-
paração com o modelo U-Net/ResNet101 neste cenário.

Por outro lado, embora os Falsos Positivos tenham dimi-
núıdo no cenário resize X4, a detecção de pequenos bancos
de macrófitas foi afetada aumentando a quantidade de
Falsos Negativos, e este problema tornou-se mais evidente
no modelo U-Net/ResNet101 por conta da profundidade
do modelo.

6. CONCLUSÕES

Este trabalho aborda com sucesso o uso de imagens de sa-
télite de acesso aberto em conjunto com modelos de apren-
dizagem profunda para a detecção de vegetação aquática

Figura 7. Resultados qualitativos do modelo U-
Net/ResNet101 para um Resize de X2 e X4;
onde detalhamos o groundtruth (Gt Massk), a
máscara predita (Pr Mask) pelo modelo, e a
imagem conformada pela máscara predita sobreposta
à imagem RGB (Pr Mask 1), para duas datas
diferentes.

no reservatório de Gafanhoto. Como relatado, a detecção
temporal e cont́ınua de macrófitas nas PCHs é de grande
interesse para o normal funcionamento da infraestrutura
hidrelétrica, mas não há um processo definido para proce-
der nessa tarefa.

Assim, inicialmente, foi proposto um pipeline no qual é
contemplada a criação de ı́ndices espectrais para auxiliar
no realce das caracteŕısticas da vegetação, além da adap-
tação do produto multiespectral do satélite Sentinel-2a/2b
aos requisitos do modelo. A implementação deste pipeline
resultou em um conjunto de dados históricos de 5 anos de
observações consecutivas sobre a região de Gafanhoto MG,
que permitiu avaliar o desempenho de alguns dos backbones
mais utilizados na segmentação semântica de acordo com
a literatura existente. A segmentação de macrófita atingiu
um valor de Recall e IoU de 66% e 59% respectivamente
considerando o melhor cenário avaliado.

A utilização de dados de satélite para mapear quanti-
tativamente a dinâmica das macrófitas em ńıvel local e
regional abre novas possibilidades de monitoramento de
estruturas hidrelétricas vulneráveis à presença desse tipo
de vegetação. Isto facilita o planeamento de medidas pre-
ventivas para reduzir tanto o impacto f́ısico nas estruturas
geradoras de energia como nas atividades de conservação
dos ecossistemas aquáticos pouco profundos. Os resulta-
dos aqui apresentados também confirmam a eficácia das
técnicas de sensoriamento remoto para analisar os fatores
que podem impulsionar o estabelecimento de bancos de
macrófitas.
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https://www.cemig.com.br/usina-do-
conhecimento/o-risco-do-crescimento-excessivo-
de-macrofitas-aquaticas/. [Accessed 21-03-2024].

Coladello, L.F., de Lourdes Bueno Trindade Galo, M.,
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