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Abstract: Recently, driven by the emergence of Smart Factories, transformations in the industrial
landscape have been significant, with advancements in precise material characterization through
advanced analytical tools such as Raman Spectroscopy. This study focused on the application of
conditional variational autoencoder networks to expand the dataset of Raman spectra from the
sinter produced in the steel manufacturing process. The results demonstrated the methodology’s
ability to reproduce essential characteristics of the original spectra, although there was no
improvement in basicity prediction using a kNN algorithm, suggesting the need for further
investigation to optimize these methods in the steel industry.

Resumo: Recentemente, impulsionadas pelo surgimento das Smart Factories, as transformacoes
no cendrio industrial tém sido significativas, com avangos na caracterizagao precisa de materiais
através de ferramentas analiticas avangadas, como a Espectroscopia Raman. Este estudo
focou na aplicagao de redes autoencoders variacionais condicionais para ampliar a base de
dados de espectros de Raman do sinter produzido no processo de fabricaggo do ago. Os
resultados demonstraram a capacidade da metodologia em reproduzir caracteristicas essenciais
dos espectros originais, embora nao tenha havido melhoria na predicao da basicidade utilizando
um algoritmo kNN, sugerindo a necessidade de investigacoes adicionais para otimizar esses
métodos na industria sidertrgica.
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1. INTRODUCAO

Nos tltimos anos, o cendrio industrial tem sofrido transfor-
magoes profundas em seus processos, impulsionadas pela
ascensao das Smart Factories. As fabricas inteligentes re-
presentam a materializacao préatica da industria 4.0, in-
tegrando tecnologias avangadas como Internet das Coisas
(IoT), inteligéncia artificial e automagao com o intuito de
otimizar a producdo, aprimorar a eficiéncia e reduzir os
custos operacionais.

BUENO (2019) afirma que a Industria 4.0 é a agregagao de
processos inteligentes aos fisicos, de forma a transformar os
processos organizacionais. Para se adequar aos conceitos,
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as empresas tém buscado cada vez mais ferramentas de
melhorias e meios de inovacgao.

A utilizagao de ferramentas analiticas avancadas tem per-
mitido a caracterizacio precisa de materiais. A Espectros-
copia Raman se destaca pela sua versatilidade e capaci-
dade de fornecer informagoes detalhadas sobre a estrutura
e composicao de materiais. Esse fenomeno de espelha-
mento de luz através de uma matéria foi observado ex-
perimentalmente por Chandrade Khara Venkata Raman,
em 1928, na India. Essa andlise é gerada a partir da
medicao da intensidade da luz espalhada em funcdo do
deslocamento de frequéncia em relagao a frequéncia de um
laser e a interpretacao dos espectros envolve a identificagao
dos picos que estao associados a uma vibragao molecular
especifica.
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Segundo Melo (2018), essa metodologia tem sido usada
em estudos biolégicos e médicos para andlise de tecidos
histolégico entre outros. Mas também existem estudos
onde técnicas de espectroscopia sao utilizadas para a
caracterizacao quimicas do processo de fabricagao do aco.

O processo de fabricacao do ago comeca na drea do Gusa,
que é subdividida em trés principais divisoes: sinterizacao,
coqueria e alto fornos. Zamprogno (2019) detalha que
no processo de Sinterizagao é onde ocorre a mistura das
matérias primas como o minério de ferro (FeO), os fun-
dentes e as adicoes. Essa matéria prima entra em contato
com o forno de ignicdo com a temperatura de aproxi-
madamente 1200 °C, e na maquina de sinterizacao sofre
uma combustdo. O sinter é resfriado e quando finalizado
passa pela britagem e peneiramento. Nesse momento, um
material chamado de fino de retorno é retirado no processo
de peneiramento. Tudo que é fino volta automaticamente
volta para o processo. A peneira faz a separagao por granu-
lometria e o material que estiver dentro das especificagoes
técnicas val para o alto forno. Quando o sinter estd fora
da qualidade, ele é destinado para uma pilha especifica do
Patio de Minérios. Geralmente, isso ocorre quando a planta
volta de parada programada ou quando ocorreu algum
desvio de qualidade no processo (umidade, qualidade do
minérios etc.).

Nesse cendrio, a andlise da basicidade (B2=Ca0/Si02) do
sinter produzido é importante, pois essa proporgao exerce
uma influéncia direta sobre as propriedades fisicas e qui-
micas do sinter final. A variacao da basicidade pode afetar
a composicao mineraldgica, a estrutura e a estabilidade
térmica do sinter. Neste contexto, as técnicas de espec-
troscopia, incluindo o Raman, tém se tornado cada vez
mais populares para realizar medigoes in situ de processos
quimicos Sobron et al. (2008); Wang et al. (1998). Isso se
deve a sua operacao online fécil, & nao interferéncia e a
alta precisao das medigoes.

Dada a complexidade envolvida no processo de producao
do sinter, é comum que o processo apresente nao line-
aridades complexas. Isso resulta em uma relagao direta
e altamente nao linear entre as varidveis espectrais e a
varidvel de interesse, como, por exemplo, a basicidade.
Assim, expressar eficazmente as caracteristicas dos dados
é um desafio para os métodos tradicionais de aprendizado
de méaquina, o que muitas vezes resulta em um efeito de
previsao do modelo abaixo do ideal, especialmente em
dados altamente nao lineares. Recentemente, os métodos
populares de aprendizagem profunda, como as redes neu-
rais, tém sido empregados para modelar dados de processos
complexos e nao lineares, visando superar essa limitagao
Luo et al. (2022).

Contudo, em métodos baseados em aprendizado profundo,
é fundamental dispor de um grande volume de dados de
amostra e seus respectivos rétulos. No entanto, para as in-
dustrias de processo, adquirir uma quantidade significativa
de dados pode ser desafiador, especialmente para tarefas
de calibracao do modelo. Rotular dados nao rotulados é
uma tarefa exaustiva e demorada, uma vez que demanda
expertise especializada, andlises laboratoriais oportunas e
equipamentos especificos.
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Portanto, esse trabalho tem como objetivo principal uti-
lizar redes variacionais condicionais autoencoders (do in-
glés, Conditional Variational Autoencoders - CVAE) para
aumentar a base de dados de espectros de Raman obtidos
do sinter produzido. Para isso, os valores de basicidade
foram utilizados para direcionar a criacdo dos espectros
sintéticos. Como consequéncia, também serd explorado o
espaco latente obtido a partir da metodologia empregada.

2. TRABALHOS RELACIONADOS

Recentemente, o aumento da base de dados baseadas em
redes generativas tém emergido como uma abordagem
promissora para aumentar a base de dados de espectros
de Raman, NIR, entre outros. Neste contexto destacam-se
os seguintes estudos.

Davaslioglu and Sagduyu (2018) apresentas uma nova
abordagem de aumento de dados de treinamento e adapta-
¢ao de dominio para apoiar aplicacoes de aprendizado de
maquina para radio cognitivo. Neste trabalho os autores
perceberam a necessidade de uma quantidade consideravel
de dados ara treinar algoritmos complexos. Para superar
esses desafios, foi utilizado um modelo de Rede Generativa,
Adversarial (do inglés, Generative Adversarial Network
- GAN) com estruturas de aprendizado profundo para
gerar dados sintéticos adicionais e adaptar os dados de
treinamento as dinamicas do espectro. Esta abordagem foi
aplicada a detecgao de espectro, e os resultados mostraram
que o aumento dos dados de treinamento aumenta signi-
ficativamente a precisao do classificador, e essa melhoria
é sustentada com a adaptacdo do dominio conforme as
condigoes do espectro mudam.

Mu and Chen (2022) desenvolveram um trabalho onde
uma rede CVAE foi utilizada em amostras de medicoes
praticas de espectroscopia para gerar espectros virtuais,
com o intuito de aumentar o conjunto de treinamento. O
método proposto incorporou todas as amostras virtuais
nao rotuladas geradas com amostras reais rotuladas. Uma
vantagem importante desta abordagem é que ela garantiu
que os espectros virtuais gerados e os espectros reais ro-
tulados tenham a mesma distribuicao, o que por sua vez
garantiu a eficacia da aprendizagem semissupervisionada.
Um exemplo de simulagao numérica e um exemplo expe-
rimental do processo de fermentacao de glicose ilustraram
a eficacia da abordagem.

O estudo proposto por Zhu et al. (2023) aborda a limitagao
de amostras espectrais insuficientes para andlise de espec-
troscopia assistida por aprendizado de méaquina, propondo
uma Rede Generativa Adversarial Condicional Continua
(CcGAN) para gerar espectros sintéticos de forma auto-
noma. Esses espectros sintéticos foram avaliados usando
analise de componentes principais e incorporados como
técnica de aumento de dados em um modelo de regressao
baseado em aprendizado profundo. Os resultados mos-
traram que os espectros sintéticos gerados pela CcGAN
melhoraram significativamente o desempenho preditivo do
modelo de aprendizado rpofundo, indicando o potencial
promissor da CcGAN na geracao de espectros sintéticos de
alta qualidade e no aprimoramento da regressao de tarefas.

Gracia Moisés et al. (2023) apresentaram um trabalho
de revisao com a aplicacao de técnicas de aumento de
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dados a conjuntos de dados de espectroscopia éptica ob-
tidos de aplicagoes reais da industria agroalimentar. Os
métodos revisados descreveram o uso de técnicas simples
de aumento de dados, como duplicacao de amostras com
pequenas alteragoes, bem como a utilizagao de algoritmos
mais complexos baseados em redes adversarias generativas
de aprendizagem profunda (GANS) e redes adversirias ge-
nerativas semissupervisionadas (SGANs). Como conclusao
eles observaram que técnicas de aumento de dados podem
ajudar a melhorar os resultados obtidos com conjuntos de
dados de espectroscopia Optica relacionados a indtstria
agroalimentar quando nao hé possibilidade de obter um
conjunto de dados completo ou balanceado.

J& o estudo proposto por Flanagan and Glavin (2024)
compara uma abordagem estatistica padrao para sintese de
dados com um modelo generativo profundo, o Autoencoder
Variacional, em dois conjuntos de dados binérios divididos
em trés partes para simular amostras pequenas e limitadas.
Os dados sintéticos sao entao utilizados no treinamento de
duas redes neurais profundas, uma Convolutiva e outra
Totalmente Conectada. O objetivo era observar as ten-
déncias de aprendizado conforme os dados sintéticos sao
continuamente adicionados ao conjunto de treinamento em
lotes crescentes. A andlise de Componentes Principais, a
distancia discreta de Frechet e a métrica de aprendizado
de méaquina de acuracia balanceada foram utilizadas para
avaliar o desempenho e a semelhanca entre as distribuigoes
de dados reais e sintéticos.

Nesse trabalho também serd utilizada uma abordagem ba-
seada nas redes generativas do tipo CVAE para aumentar
a base de dados de espectros de sinter e explorar suas
caracteristicas em um espago latente.

3. FUNDAMENTACAO TEORICA

Esta secao aborda a fundamentacao tedrica e a motivagao
por tras das ferramentas utilizadas para o estudos dos
espectros.

3.1 Espectroscopia de Raman

De acordo com Petersen (2021) os microscépios confocais
se tornaram uma das ferramentas analiticas mais valiosas
nos ultimos anos, pois oferecem melhor resolucao de pro-
fundidade e maior contraste de imagem devido a dispersao
da luz. Porém, o entendimento dos Espectros de Raman
sao complexos e requerem andlise de dados para ilustrar
informacoes detalhadas das amostras. Por isso, os dados
coletados passam por um processo de pré-processamento
para extracao de informacoes.

A configuracao esquemadtica de um microscépio Raman é
composta por uma fonte de luz (laser) usada para iluminar
a amostra. Hinrichs (2014) Explica que a trajetéria da
luz do laser incide sobre a amostra através da lente
objetiva de um microscopio, retorna para lente até o
filtro holografico, e apenas os fétons que tiveram as ondas
alteradas (comprimento) chegam na fenda de entrada do
espectrometro sao dispersados pela grade e detectados pelo
detector utilizado para capturar os sinais de luz dispersa e
converter esses sinais em informagoes espectrais conforme
representado na Figura 1.
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Figura 1. Principio de funcionamento de espectroscopio de
Raman. Adaptado de Hinrichs (2014).

3.2 Sinter

O sinter é um material poroso e resistente produzido a par-
tir da aglomeracao de finos de minério de ferro, minerais
e subprodutos de alto-forno, juntamente com fundentes
como calcério e dolomita. Esse processo é conhecido como
sinterizagao e envolve a compactacao e aquecimento des-
ses materiais a altas temperaturas, geralmente acima de
1300°C, para formar um material sélido poroso conhecido
como sinter. O sinter é amplamente utilizado na industria
do ago como matéria-prima na fabricagdo de ferro-gusa
nos altos-fornos. Ele desempenha um papel crucial na
producao de ago, pois atua como uma carga alternativa
aos minérios de ferro naturais, permitindo a utilizacao de
recursos disponiveis de forma mais eficiente e econémica.
Além disso, o sinter contribui para a reducao dos custos
de producao e para o controle da qualidade do ferro-gusa,
pois sua composicao pode ser ajustada para atender as
especificagoes desejadas.

No estudo realizado por Zamprogno (2019) foi possivel
perceber a relagao entre a produgao de ferro gusa e
a importancia da caracterizacao do sinter. A qualidade
do sinter, ou seja, suas propriedades fisicas, quimicas e
estruturais, desempenha um papel importante no processo
siderturgico. Isso ocorre porque o sinter afeta diretamente
a composi¢ao do gusa, incluindo seu teor de carbono e
impurezas, que sao fatores criticos na fabricagao de ago
de alta qualidade. Portanto, a caracterizagao adequada do
sinter e a avaliacao de sua qualidade sao essenciais para
garantir que o produto final atenda os padroes desejados
de composicao e propriedades.

Diversos estudos tém explorado a importancia do sinter na
industria do aco, bem como suas propriedades e aplicagoes.
Por exemplo, o trabalho de Lanzerstorfer et al. (2015),
investigou o efeito da basicidade do sinter nas propriedades
do pé de gases de alto-forno e no comportamento durante
o processo de sinterizagao de minério de ferro. Ja o estudo
de Shatokha and Velychko (2012), abordou a investigagao
do mecanismo de amolecimento em alta temperatura e
migragao de gotas de fusao do sinter de minério de ferro.
Esses trabalhos e outros semelhantes contribuem para o
avanco do conhecimento sobre o sinter e sua importancia
na industria do ago.

3.8 Autoencoders Variacionais Condicionais
Um autoencoder é uma arquitetura de rede neural que é

comumente utilizada para aprendizado nao supervisionado
de representagoes de dados. Consiste em uma rede com-
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Figura 2. Representagao visual de um autoencoder variaci-
onal condicional. O processo de codificacdo envolve a
compactacao de dados de seu espago original para um
espaco latente especifico (o, 1), enquanto o processo
de decodificacdo envolve a descompactacao dos dados.
O objetivo dos conjuntos de dados gerados é exibir as
mesmas propriedades dos dados originais.

posta por duas partes principais: um codificador, que ma-
peia os dados de entrada para uma representagao latente
de menor dimensao, e um decodificador, que reconstréi os
dados de entrada a partir dessa representacao latente. No
entanto, o autoencoder tradicional nao é capaz de gerar
amostras novas, sendo restrito apenas a reconstrucao das
entradas originais Hinton and Salakhutdinov (2006).

A rede variacional condicional autoencoder (CVAE) é uma
extensao do autoencoder que incorpora elementos estocds-
ticos, permitindo nao apenas a reconstrugao das entra-
das originais, mas também a geragao de novas amostras
condicionadas a uma varidvel latente especifica, como o
valor da basicidade, utilizado neste trabalho. Isso é alcan-
cado introduzindo-se uma distribuigao latente condicional
no espago de cdédigos do autoencoder, onde a entrada
é mapeada para média e variancia de uma distribuicao
gaussiana. A partir desses parametros, é amostrada uma
variavel latente que é entao decodificada para produzir
uma saida reconstruida. Similar ao convencional, a CVAE
é uma arquitetura composta por um encoder e um decoder
Sohn et al. (2015). A Figura 2 apresenta a estrutura bésica
de uma rede do tipo CVAE aplicada neste trabalho.

4. METODOLOGIA

A metodologia adotada para o presente trabalho é apre-
sentada na Figura 3, sendo suas partes explicadas nas
subsecoes que seguem. Ja a linguagem de programacao
escolhida para este projeto foi o Python, sendo escolhido o
ambiente virtual de programacao conhecido como Google
Colaboratory (Colab). A integragao eficiente dessa ferra-
menta com o Google Drive foi fundamental, pois permitiu
o armazenamento em nuvem do conjunto de dados.

4.1 Base de Dados de Espectros de Sinter

A base de dados de espectros de raman do sinter produzido
foi obtida a partir da andlise de amostras adquiridas

ISSN: 2525-8311

3039

Espaco
Latente Reduzido

UMAP

Base de dados ~ S Base de dados
Original: ; Gerada:
Espectros de Raman encoder ! v Decoder Espectros de Raman
do Sinter J . do Sinter
Basicidade de cada Basicidade de cada
Amostra i R Amostra

U, o

Espago
*_ latente ,’

Figura 3. Representacao esquemética da estratégia de
andlise neste estudo, onde foram feitas comparagoes
entre os conjuntos de dados original e gerado.
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Figura 4. Espectros de Raman obtidos de amostras de
sinter com diferentes valores de basicidade (B2).

em uma empresa de acgo localizada no Espirito Santo,
Brasil. Para a geragao dos espectros foi utilizado o sistema
Raman portédtil MIRA P da empresa Metrohm. A Figura
4 apresenta alguns espectros obtidos de amostras de sinter
com diferentes valores de basicidade.

O conjunto de dados original é composto por 257 espectros
de raman do sinter produzido, com valores de basicidade
que variam entre 1,419 e 1,985 e que, inicialmente, foi
dividido em conjuntos de treinamento (90%) e teste (10%).
Assim, a metodologia de geracao de novos dados foi apli-
cada na base de treino contendo 231 amostras, sendo as
26 amostras de teste restantes utilizadas para, posterior-
mente, avaliar a influéncia do aumento de dados em um
algoritmo de aprendizado de maquinas de regressao do tipo
k-vizinhos mais préximos (do inglés, k-Nearest Neighbors -
kNN). Além disso, no pré-processamento dos dados, optou-
se por padronizar as caracteristicas dos dados garantindo
que todas tenham a mesma escala, ajustando os dados de
forma que apresentem uma média zero e uma variancia
unitaria, tornando-os mais adequados para a analise.

4.2 Modelo CVAE Proposto

A Tabela 1 apresenta os principais hiperparametros utili-
zados para o treinamento do modelo CVAE utilizado neste
trabalho. Ale m disso, como ja descrito, o modelo CVAE
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apresenta a estrutura do modelo proposto.

Tabela 1. Hiperparametros utilizados para a
constru¢do do modelo CVAE utilizado neste

trabalho.
Hiperparametro Valor
Tamanho do Espaco Latente | 100
Batch Size 3
Otimizador Adam
Epocas 200
Learning Rate 0,0001

MSE (Reconstruction Loss) +

Fungdo de perda Kullback-Leibler Divergence

Para construir o encoder, foi utilizado uma abordagem
em camadas. Inicialmente, os dados foram concatenados
juntamente com os valores de basicidade de cada amostra.
Adicionou-se entao uma camada densamente conectada
com 128 unidades de neurénios (hl) e funcdo de ativa-
cao ReLU. Para continuar o processamento dos dados de
entrada, e extrair caracteristicas relevantes, foi adicionada
outra camada densamente conectada (h2), com 64 uni-
dades de neurénios e também funcdo de ativagdo ReLU.
Dessa forma, essas etapas formam a base do codificador
do CVAE, onde as caracteristicas dos dados de entrada e
as informacoes condicionais sao processadas e preparadas.

A amostragem do espago latente foi feita utilizando ca-
madas densamente conectadas adicionadas para calcular
as médias e os desvios padrao da distribuicao latente.
Em seguida, uma camada lambda foi utilizada para amos-
trar pontos do espaco latente com base nas estatisticas
calculadas. A saida dessa camada representa os pontos
amostrados do espago latente.

Além disso, foi utilizado o algoritmo UMAP (Uniform
Manifold Approximation and Projection) Mclnnes et al.
(2018), para reduzir a dimensionalidade dos dados do
espaco latente, possibilitando sua visualizagao em grafico
de duas dimensoes, como mostrada a Figura 6. Especifi-
camente, foi utilizada a métrica braycurts com distancia
minima de 0,8 como parametros do UMAP. A cor de
cada ponto é referente aos valores da basicidade de cada
amostra, e permitiu visualizar a distribuicao dos diferentes
grupos no espaco reduzido. Neste caso, é possivel notar que
as amostras com valores préximos de basicidade pertencem
a0 mesmo grupo.

Ja para construir o decoder uma camada densa de entrada
é criada para receber os pontos amostrados do espago
latente. Esses pontos sao representados por vetores com
a dimensao do tamanho do espacgo latente onde os dados

100
Dense u Dense Dense Dense
Layer a Layer Layer Layer
100
64 128

1901 1901

Dense Dense
Layer Layer

=)

128 64

Figura 5. Arquitetura da CVAE proposta neste trabalho.
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foram comprimidos. Em seguida, esses vetores sao concate-
nados com os valores basicidade de cada amostras. Posteri-
ormente, sao adicionadas duas camadas densamente conec-
tadas de 64 e 128 neuro6nios e fungoes de ativacao ReLU
e LeakyReLU, respectivamente. A etapa final também é
composta por uma camada densa cuja saida é do mesmo
tamanho dos dados de entrada e é responsavel por sua
reconstrucao.

Por fim, para validar o aumento da base de dados um
algoritmo

4.8 Validagao do Aumento da Base de Dados

Para validar o aumento de dados de espectros de Raman
de amostras de sinter utilizando redes generativas do tipo
c¢VAE e direcionando o processo com o valor de basicidade,
os seguintes procedimentos serao realizados:

e Apoés a coleta dos espectros de Raman de amostras de
sinter, registrando também os valores correspondentes
de basicidade, a rede CVAE proposta (subsegao 4.2)
serd treinada utilizando os espectros de Raman como
entrada e os valores de basicidade como condicao de
entrada;

e Inicialmente, para avaliar a qualidade dos espectros
artificias serdo geradas imagens verificando a simi-
laridade espectral com as amostras originais, com o
intuito de verificar se a rede generativa foi capaz de
gerar algumas caracteristicas relevantes do espectro
de Raman do sinter;

e Em seguida, serd aumentado gradativamente o ta-
manho das amostras geradas pela CVAE, comecando
com 10 amostras adicionais e aumentando em incre-
mentos de 10 até o maximo de 100 amostras. Para
cada conjunto de amostras geradas, um algoritmo
kNN de regressao sera treinado e testado utilizando
os espectros de Raman como entrada e os valores de
basicidade correspondentes como alvos;

e Por fim, o desempenho do algoritmo de regressao serd
avaliado utilizando o erro médio quadratico (RMSE)
treinado com e sem o aumento de dados para verificar

e
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Figura 6. Espago latente reduzido para duas dimensoes
utilizando o algoritmo UMAP.
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—— Amostra gerada: B2=1,824
—— Amostra gerada: B2=1.777
—— Amostra gerada: B2=1,823
—— Amostra gerada: B2=1,754
—— Amostra original: B2=1,602
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Figura 7. Diferentes espectros gerados pela rede CVAE
com diferentes valores basicidades e um espectro ob-
tido de uma amostra original.

se o aumento melhorou a capacidade de predigao da
basicidade.

5. RESULTADOS E DISCUSSOES

Com o intuito de validar a metodologia proposta, uma
série de testes foram realizados. Inicialmente, uma andlise
qualitativa foi feita para verificar se o espectro gerado con-
seguiu apresentar similaridade espectral com o espectro de
amostras originais. A Figura 7 apresenta alguns espectros
gerados com diferentes valores basicidades e um espectro
obtido de uma amostra original.

Ao gerar um espectro sintético utilizando uma CVAE, é
esperado que as regioes caracteristicas presentes nos espec-
tros originais sejam preservadas. A CVAE é treinada para
aprender as distribuicoes de probabilidade dos dados de
entrada, capturando assim as relacoes complexas entre os
espectros de Raman e os valores associados de basicidade,
por exemplo. Portanto, durante o processo de geragao de
espectros sintéticos, a CVAE é capaz de reproduzir as
caracteristicas espectrais importantes presentes nos dados
de treinamento.

Analisando a Figura 7 é possivel notar uma similaridade
espectral entre os espectros gerados pela CVAE e o espec-
tro original, sendo corroborada pela presenca de regioes ca-
racteristicas comuns entre ambos. Ao analisar os espectros
originais de sinter, é comum identificar picos distintivos
associados a diferentes modos vibracionais das moléculas
presentes na amostra. Por exemplo, pode-se observar picos
caracteristicos nas regioes entre 750 e 1000 amostras, ou
entre 350 e 500 amostras que também estao presentes nos
espectros gerados pelo modelo CVAE.

Essa observagao sugere que a CVAE foi capaz de capturar
e reproduzir com precisao as caracteristicas essenciais dos
espectros originais de sinter, o que fortalece a confianga na
utilizagdo de espectros sintéticos gerados por CVAE para
aplicagoes analiticas e de modelagem.

O segundo teste de qualidade é uma comparagao visual dos
espectros de Raman gerados e originais depois de projeta-
los para um espaco bidimensional inferior usando o UMAP,
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conforme mostrado na Figura 8. Neste caso, foram geradas
50 amostras sintéticas.

E possivel notar na Figura 8 que as amostras geradas estao
posicionadas proximas aos espectros originais, mantendo
uma estrutura parecida, indicando assim que a metodo-
logia foi capaz de gerar espectros com caracteristicas se-
melhantes as originais. Mas, é possivel notar também que
ha um indicativo de agrupamento mais concentrado em
determinadas regioes. Para corroborar com essa afirmacao
aumentou-se o numero de espectros gerados para 100 e,
novamente utilizando o UMAP foi gerado um gréfico bidi-
mensional, apresentado na Figura 9.

Por fim, avaliou-se um algoritmo de regressao do tipo kNN
(com k = 5) treinado com e sem o aumento de dados
para verificar se o aumento melhorou a capacidade de
predicdo da basicidade. A base gerada comegou com 10
amostras, aumentando em incrementos de 10 até o maximo
de 100 amostras. Os valores da basicidade associados
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Figura 8. Gréfico bidimensional obtido a partir da aplica-
¢do do UMAP nos espectros gerados pela rede CVAE
e os espectros obtidos das amostras de sinter originais.
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Figura 9. Grafico bidimensional obtido a partir da aplica-
¢ao do UMAP nos espectros gerados pela rede CVAE
e os espectros obtidos das amostras de sinter originais.
Neste caso, é possivel notar ainda mais o aumento da
concentracao dos espectros em determinada regiao.
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aos espectros foram gerados a partir de uma distribuigao
uniforme cujos valores maximo e minimo foram 1,419 e
1,985, respectivamente. Além disso, para o treinamento e
teste do algoritmo todo o espectro foi utilizado, ou seja,
nao foi feita nenhuma selecao de caracteristicas no sinal
de entrada. A métrica utiliza foi o RMSE e os resultados
sao apresentados na Tabela 2. E importante destacar que
a semente de aleatoriedade foi fixada com o intuito de
reproduzir os resultados.

Tabela 2. Resultados dos testes obtidos pelo
algoritmo de regressdo kNN (com k& = 5) na
base de dados com e sem aumento de dados.

#Amostras Geradas | #Amostras de Treino RMSE
sem aumento 231 0,04531
10 241 0,04531

20 251 0,04168

30 261 0,04548

40 271 0,04947

50 281 0,05218

60 291 0,04730

70 301 0,05025

80 311 0,04647

90 321 0,05186

100 331 0,04717

Ao observar a Tabela 2 é possivel notar que, diferente
do trabalho proposto por Flanagan and Glavin (2024), o
aumento da base de dados utilizando redes generativas,
nao melhorou os resultados de RMSE. Especificamente,
nota-se que até um aumento de 20 amostras geradas, houve
melhora no RMSE, porém, a partir desse valor houve uma
piora nos resultados de RMSE. Essa queda na performance
do algoritmo de regressao apds um determinado nimero de
amostras geradas pode ser atribuida as seguintes razoes:

e Degradagao da Qualidade dos Dados Gerados: a me-
dida que mais amostras sao geradas, a qualidade dos
dados de espectros de Raman sintetizados pelas redes
generativas CVAE pode decair. Isso pode ser devido a
falta de diversidade nos dados gerados, & presenca de
ruido ou artefatos, ou & perda de detalhes importantes
nos espectros.

e Qverfitting do modelo de regressao: a inclusao de
um grande nimero de dados sintéticos pode levar a
um overfitting dos modelos de regressao. Os modelos
podem comecar a se ajustar excessivamente aos pa-
droes especificos presentes nas amostras geradas, que
podem nao ser representativos do verdadeiro espectro
de Raman do sinter.

o Desbalanceamento dos Dados: com o aumento das
amostras sintéticas, pode ocorrer um desbalancea-
mento entre os dados reais e os dados gerados artifi-
cialmente. Isso pode levar os algoritmos de regressao
a perderem a capacidade de generalizar eficazmente
para novos dados, pois estao sendo treinados em um
conjunto de dados que nao reflete adequadamente a
distribui¢cao dos dados reais.

e Limitacoes das Redes Generativas CVAE: as redes
generativas CVAE podem nao ser capazes de capturar
completamente a complexidade e a diversidade dos
espectros de Raman do sinter. Portanto, mesmo com
um aumento na quantidade de dados gerados, pode
haver lacunas na representacao dos espectros, o que
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impacta negativamente na capacidade dos algoritmos
de regressao de aprender padroes significativos.

e Interferéncia de Caracteristicas Irrelevantes: a me-
dida que mais amostras sao geradas, podem ser intro-
duzidas caracteristicas irrelevantes nos dados, o que
pode confundir os modelos de regressao e diminuir
sua capacidade de fazer previsdes precisas.

Para resolver esses problemas e melhorar a performance
dos algoritmos de machine learning, pode ser necessario
considerar abordagens como:

e Ajustar os hiperparametros das redes generativas
CVAE para melhorar a qualidade e diversidade dos
dados gerados;

e Utilizar técnicas de regularizacao para evitar o over-
fitting dos modelos de regressao;

e Realizar uma selegao cuidadosa das amostras geradas
para garantir um equilibrio entre a quantidade e a
qualidade dos dados;

e Explorar outras arquiteturas de redes generativas ou
combinacoes de modelos generativos e discriminativos
para gerar dados mais representativos;

e Realizar uma selecao de caracteristicas relevantes
dos espectros obtidos, evitando utilizar o espectro
completo de Raman;

e Incorporar conhecimento de dominio especializado
para guiar o processo de geragao de dados e melhorar
a relevancia das caracteristicas sintetizadas.

6. CONCLUSAO

Em conclusao, este estudo destacou a relevancia da Es-
pectroscopia Raman na caracterizacao de materiais, espe-
cialmente no contexto da industria siderurgica. A ascensao
das Smart Factories tem impulsionado transformagoes sig-
nificativas nos processos industriais, nos quais ferramentas
analiticas avancadas desempenham um papel crucial.

No ambito da fabricagao de ago, a andlise da basicidade
do sinter é essencial devido a sua influéncia direta sobre
as propriedades fisicas e quimicas do produto final. No
entanto, a complexidade do processo siderurgico pode re-
sultar em relagoes nao lineares entre as varidveis espectrais
e a variavel de interesse, como a basicidade, representando
um desafio para os métodos tradicionais de aprendizado
de méquina.

Neste contexto, a aplicacao de redes autoencoders varia-
cionais condicionais (CVAE) mostrou-se promissora para
aumentar a base de dados de espectros de Raman, contri-
buindo para uma melhor compreensao das caracteristicas
espectrais do sinter produzido. A andlise de similaridade
espectral e a comparacgao visual dos espectros gerados
demonstraram a capacidade da CVAE em reproduzir ca-
racteristicas essenciais dos espectros originais, validando
sua utilizagao para aplicagoes analiticas e de modelagem.

No entanto, os resultados da regressao utilizando o algo-
ritmo kNN indicaram que o aumento da base de dados nao
resultou em uma melhoria significativa na capacidade de
predicao da basicidade ap6s um certo nimero de amostras
geradas. Este resultado sugere a necessidade de investiga-
¢oes adicionais para compreender os fatores subjacentes a
essa queda de desempenho.
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Em suma, este estudo oferece insights valiosos sobre a
aplicacao de métodos de aprendizado profundo na anélise
de espectros de Raman para a caracterizacao de materiais
na industria siderirgica, destacando tanto os avancos
quanto os desafios futuros nesta area de pesquisa.

Como trabalhos futuros é interessante explorar diferen-
tes métodos de aprendizado de maquina, como arvores
de decisao ou modelos baseados em regras, para melhor
compreender e explicar as relagoes entre os espectros de
Raman e as propriedades dos materiais. Isso pode ajudar
a mitigar a falta de interpretabilidade associada a alguns
modelos de aprendizado profundo. Além disso, realizar
estudos experimentais para validar os resultados obtidos
com modelos de aprendizado de maquina, comparando
as predicoes dos modelos com dados reais coletados em
condigoes controladas de laboratério ou em ambientes in-
dustriais reais. Isso pode ajudar a verificar a aplicabilidade
e a precisao dos modelos em situagoes praticas. Por fim,
investigar outras arquiteturas de redes neurais como redes
adversérias generativas condicionais (do inglé, Conditional
Generative Adversarial Network - CGAN).
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