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Abstract: The increasing complexity of automotive manuals poses a challenge for users,
who often struggle to find specific information due to the length of these documents. In
this context, Large Language Models (LLMs), such as GPT-4, emerge as tools to advance
natural language understanding and generation, especially when integrated with the Retrieval-
Augmented Generation (RAG) technique. Therefore, this article proposes an architecture
designed to enhance accessibility and efficiency in retrieving vehicle information from automotive
manuals, supporting multiple forms of input: text, audio, or image. The methodology employed
involved a case study to analyze the responses and performance of the proposed architecture.
It was observed that the architecture provides considerably fast and consistent responses,
which demonstrates the effectiveness of LLMs integrated with RAG in enhancing access to
information in automotive manuals. The results suggest that such an approach can simplify the
user experience, reducing the time required to locate accurate information and increasing the
reliability of the provided responses.

Resumo:
A complexidade crescente dos manuais automotivos representa um desafio para os usuários, que
frequentemente encontram dificuldades para encontrar informações espećıficas devido à extensão
desses documentos. Nesse contexto, os Modelos de Linguagem de Grande Escala (LLMs), como
o GPT-4, emergem como ferramentas para avançar na compreensão e geração de linguagem
natural, especialmente quando integrados à técnica de Retrieval-Augmented Generation (RAG).
Assim, este artigo propõe uma arquitetura para melhorar a acessibilidade e eficiência na obtenção
de informações veiculares nos manuais automotivos, oferecendo suporte para múltiplas formas
de entrada: texto, áudio ou imagem. A metodologia empregada envolveu um estudo de caso
para analisar as respostas e o desempenho da arquitetura proposta. A partir disso, foi posśıvel
observar que a arquitetura proporciona respostas consideravelmente rápidas e consistentes, o que
evidencia a eficácia dos LLMs integrados com a RAG na melhoria do acesso a informações em
manuais automotivos. Os resultados sugerem que tal abordagem pode simplificar a experiência
dos usuários, reduzindo o tempo necessário para localizar informações precisas e aumentando a
confiabilidade das respostas fornecidas.
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1. INTRODUÇÃO

Os manuais automotivos são recursos indispensáveis para
proprietários de véıculos, oferecendo informações sobre
operação, manutenção e solução de problemas (Medeiros,
2023). No entanto, a crescente complexidade desses do-
cumentos tem representado um desafio para os usuários,
que muitas vezes enfrentam dificuldades para encontrar
informações espećıficas devido à sua extensão e organiza-
ção (Gao et al., 2023). Essa falta de acessibilidade pode
resultar em frustração e atrasos na resolução de proble-

mas, afetando negativamente a experiência do usuário e
até mesmo a segurança durante a operação do véıculo
(Medeiros et al., 2023).

Neste contexto, os Modelos de Linguagem de Grande
Escala (LLMs), exemplificados pelo GPT-4, emergiram
como uma tecnologia-chave, capacitando sistemas para
compreender e gerar linguagem natural com um ńıvel sem
precedentes de sofisticação e precisão (Kalyan, 2023). Esses
avanços têm impulsionado melhorias em sistemas digitais,
oferecendo interações complexas e naturais entre usuários e
plataformas (Ghayyur et al., 2023). A integração de LLMs,
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aos sistemas podem fornecer assistência personalizada,
recomendações e até mesmo simular conversas realistas
para aprimorar a experiência de aprendizagem (Gan et al.,
2023).

No entanto, a implementação prática desses modelos en-
frenta alguns desafios, especialmente relacionados à rápida
evolução da área e aos problemas emergentes em integrar e
gerenciar esses modelos em sistemas que operam em tempo
real (Kaddour et al., 2023). Deste modo, este artigo propõe
uma arquitetura com o intuito de melhorar a acessibilidade
e a eficiência na obtenção de informações relacionadas a
manuais automotivos. A sua estrutura é composta por uma
Application Programming Interface(API), projetada para
servir como intermédio entre as aplicações web e mobile,
destacando-se pela sua facilidade de uso e rapidez (Grover
et al., 2024). Além disso, ela oferece suporte extensivo
para operações asśıncronas, caracteŕısticas essenciais para
otimizar o desempenho em ambientes dinâmicos e de alta
demanda (Santos et al., 2019).

Adicionalmente, a técnica de Retrieval-Augmented Gene-
ration (RAG) oferece uma estratégia para mitigar as falhas
de geração de informações incorretas nos sistemas baseados
em Modelos de Linguagem de Grande Escala (LLMs), ao
integrar a recuperação de informações espećıficas a uma
base de conhecimento confiável no processo de geração
de linguagem (Chen et al., 2023). Esta abordagem é fun-
damental para manuais automotivos, em que a precisão
e a relevância das informações são fatores importantes,
permitindo que os sistemas gerem respostas baseadas em
padrões de linguagem e incorporem conhecimento técnico
detalhado de uma maneira contextualmente apropriada
(Rony et al., 2024).

Ademais, a arquitetura proposta foi avaliada quanto à sua
eficácia na recuperação e geração de informações, e seu
desempenho com relação ao tempo de resposta para os
usuários. Os resultados preliminares desse estudo indicam
uma melhoria significativa na acessibilidade e eficiência
na obtenção de informações, destacando-se a recuperação
mais rápida e precisa das informações desejadas com a
integração dos LLMs.

Por fim, o restante deste artigo encontra-se organizado da
seguinte forma: a Seção 2 apresenta trabalhos relaciona-
dos; a Seção 3 detalha a abordagem proposta; a Seção 4
descreve o estudo de caso realizado para validar a arqui-
tetura; a Seção 5 discute os principais resultados obtidos;
e, finalmente, a Seção 6 apresenta as considerações finais
e sugere caminhos para trabalhos futuros.

2. TRABALHOS RELACIONADOS

A integração de LLMs com RAG está emergindo em di-
versas áreas, especialmente para aplicações que requerem
compreensão contextual e geração de respostas precisas
(Yang et al., 2023; Maryamah et al., 2024). Essa tendência
é sustentada por uma revisão abrangente da literatura e
análise de aplicações existentes, cujas contribuições influ-
enciaram a arquitetura proposta neste estudo.

No trabalho de Yang et al. (2023), é apresentada uma
abordagem que estende o RAG para a fala, visando prever
a intenção por trás da linguagem falada (SLU). Essa abor-
dagem é composta por dois componentes: um recuperador

e um gerador. O primeiro realiza uma busca na base de
conhecimento dispońıvel para obter frases e rótulos de
intenção relevantes para a entrada de fala fornecida. Já
o segundo componente associa as representações de fala
recuperadas a prompts textuais correspondentes e rótulos
de intenção, orientando assim o decodificador SLU. Para
avaliar a validade dessa abordagem, foram conduzidos
experimentos com oito configurações diferentes, demons-
trando que a integração da base de conhecimento por meio
do RAG aos modelos de reconhecimento de fala melhorou
significativamente seus desempenhos. No entanto, o sis-
tema desenvolvido não foi disponibilizado em uma aplica-
ção web, lacuna que o presente artigo busca preencher.

Em Maryamah et al. (2024), propõem-se um chatbot in-
tegrado com RAG para realizar uma busca sistemática
de documentos relevantes no contexto acadêmico. O re-
cuperador utiliza similaridade de cosseno com embeddings
OpenAI Ada e, ao final, o LLM OpenAI GPT-3.5-Turbo
gera a resposta final. Os documentos selecionados e a
consulta são fornecidos ao LLM como parte do prompt
para gerar respostas com base no conhecimento fornecido
nos documentos relevantes. A abordagem proposta foi
comparada com outros modelos como Google Embedding-
001 e MPNet-Multilingual utilizando métricas de recall e
precisão, enquanto a geração de respostas é medida com
BLEU e ROUGE Score. O chatbot proposto não apresen-
tou melhoria significativa na resposta, porém se mostrou
melhor no armazenamento do histórico de conversas.

O estudo conduzido por Medeiros et al. (2023) explorou a
aplicação de LLMs integrados com RAG para desenvolver
ferramentas assistidas por IA voltadas para o setor au-
tomotivo, especialmente para manuais de véıculos. Três
abordagens foram propostas: a primeira, sem interface,
utilizando apenas um Jupyter notebook para realizar as
requisições; a segunda, integrando front-end e back-end em
uma aplicação desenvolvida com Streamlit; e a terceira,
com front-end em React e back-end em FastAPI. Todas
as aplicações mencionadas aceitavam apenas entradas tex-
tuais, sem suporte para áudio ou imagem. Em contraste,
o trabalho atual, implementado com Streamlit e Flutter,
integra tanto o front-end quanto o back-end, oferecendo
uma experiência mais integrada aos usuários. Além disso,
essa abordagem suporta entradas não apenas textuais, mas
também de áudio e imagem, expandindo as capacidades de
interação para modelos multimodais.

Nesse contexto, é importante destacar a relevância dos
estudos mencionados para o trabalho proposto. Conside-
rando as limitações discutidas anteriormente e a necessi-
dade de explorar lacunas existentes, surge a oportunidade
de desenvolver novas soluções em áreas correlatas. Dentro
desse panorama, o presente trabalho dá continuidade ao
estudo de Medeiros (2023), concentrando todo o processa-
mento das perguntas e respostas dos manuais automotivos
em uma API e com suporte a multimodalidade. Isso torna
viável a utilização da solução proposta tanto em aplicações
web quanto em aplicações mobile.

3. ABORDAGEM PROPOSTA

A abordagem proposta neste artigo tem como objetivo
desenvolver uma arquitetura com o intuito de melhorar
a acessibilidade e a eficiência na obtenção de informações

Sociedade Brasileira de Automática (SBA) 
XXV Congresso Brasileiro de Automática - CBA 2024, 15 a 18 de outubro de 2024 

ISSN: 2525-8311 3142 DOI: 10.20906/CBA2024/4635DOI: 10.20906/CBA2024/4635



FASTAPI OPENAI

LOCAL E API

APLICAÇÕES 
WEB E MOBILE 

BANCO DE DADOS 
VETORIAL

Requisição

Requisição

Requisição Requisição

Requisição

Requisição

Resposta

Embeddings mais 
similares

Embeddings mais 
similares

Resposta

Resposta

Resposta

Resposta

Resposta

Busca por similaridade

Busca por 
similaridade

Figura 1. Visão geral da arquitetura proposta.

relacionadas a manuais automotivos. Neste sentido, con-
forme ilustrado na Figura 1, a arquitetura desenvolvida é
composta pelos seguintes componentes:

(a) Aplicações Web e Mobile — recebem as solicitações
dos usuários e realizam as requisições à API conforme
o que foi solicitado. A proposta foi demonstrada por
meio do desenvolvimento de aplicações interativas que
ilustram a funcionalidade da API em cenários práticos.
Essas aplicações foram desenvolvidas em duas plataformas
distintas para maximizar a acessibilidade e a usabilidade
da API:

(1) Aplicação Mobile em Flutter: desenvolvido em Flut-
ter, o aplicativo permite que os usuários escolham o
manual conforme o véıculo, caso esteja dispońıvel no
banco de dados vetorial Milvus, e realizem consultas
sobre ele diretamente de seus smartphones.

(2) Aplicação Web em Streamlit: de forma similar, a apli-
cação web desenvolvida em Streamlit oferece a mesma
interação com a API que a aplicação em Flutter.
Além disso, inclui uma funcionalidade para adicionar
PDFs de manuais automotivos, ainda não incorpo-
rada à aplicação em Flutter. Os PDFs adicionados
são processados e armazenados no banco de dados
vetorial Milvus, facilitando o acesso a informações
sobre manuais automotivos.

(b) FastAPI— atua como um intermediário, recebendo re-
quisições das interfaces de usuário e encaminhando-as para
processamento adicional. Deste modo, a API foi projetada
para facilitar interações com o banco de dados de ma-
nuais automotivos. Configurada para receber e responder
solicitações HTTP, a API utiliza métodos GET e POST
para processar e acessar informações, alinhando-se aos
requisitos espećıficos dos usuários. Ela abrange diversos
endpoints, cada um otimizado para desempenhar funções
espećıficas no contexto de processamento e recuperação
de informações dos manuais automotivos. Os principais
endpoints são descritos a seguir, com detalhes sobre suas
funcionalidades e métodos de operação:

• GET /get stored cars: permite aos usuários consultar
os dados dispońıveis no banco de dados, categorizados
por marca, modelo e ano.

• POST /answer question audio: converte consultas
em formato de áudio para texto, utilizando o modelo
Faster Whisper, uma adaptação do modelo Whisper
da OpenAI.

• POST /process pdf: processa os manuais veiculares
em PDF enviados pelos usuários, extraindo texto e
metadados para integrá-los à base de conhecimento.

• POST /answer question image: permite aos usuários
realizar perguntas sobre imagens e receber respostas.
Para isso, utiliza-se o modelo gpt-4-turbo da Ope-
nAI. Atualmente, as consultas de imagens não estão
integradas ao sistema RAG e não realizam buscas no
banco de dados vetorial Milvus.

• POST /answer question: permite aos usuários sub-
meter perguntas sobre um modelo espećıfico de carro
e ano, utilizando um formato estruturado. A partir
dos parâmetros, ele consulta a base de conhecimento
e gera uma resposta detalhada e integrada com dados
previamente processados.

(c) OpenAI Local e API — utiliza diferentes ferramentas
para processar consultas recebidas em diversos formatos,
facilitando a busca por similaridade no banco de dados
Milvus para textos diretamente submetidos e áudio trans-
crito. As imagens, por outro lado, são enviadas direta-
mente ao modelo da OpenAI. Para consultas de texto,
o modelo GPT-4 Turbo é empregado. Para consultas em
áudio, o Faster Whisper (Systran, 2023), uma adaptação
local do modelo Whisper, é responsável pela transcrição de
áudio em texto. Esse texto transcrito é subsequentemente
processado pelo GPT-4 Turbo para a geração de respostas,
conforme ilustrado na Figura 2.
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Figura 2. Fluxos da arquitetura.

(d) Banco de Dados Vetorial — gerencia o armazenamento
e a recuperação de dados relacionados aos manuais auto-
motivos. Para isso, na técnica RAG, utiliza-se o banco de
dados vetorial Milvus para armazenar os embeddings dos
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manuais automotivos. Estes embeddings são gerados por
meio do Langchain, um framework especialmente desen-
volvido para aplicações de processamento de linguagem.
Dessa forma, o uso do Milvus facilita operações de busca
por similaridade, essenciais para a recuperação rápida e
precisa de informações relevantes.

Por fim, vale destacar que o ambiente Docker Compose
é utilizado para configurar e gerenciar o componente de
FastAPI juntamente com o banco de dados vetorial. Essa
escolha possibilita o gerenciamento de dependências e a
escalabilidade da infraestrutura. Ao empregar contêineres
Docker, é posśıvel encapsular e distribuir todo o ambiente
de desenvolvimento e produção, garantindo consistência
entre diferentes ambientes de implantação (Matthias and
Kane, 2015).

4. ESTUDO DE CASO

O objetivo do estudo de caso é avaliar a viabilidade da
arquitetura proposta, focando especificamente na sua ca-
pacidade de facilitar interações com informações de manu-
ais automotivos. Para alcançar esse objetivo, as subseções
a seguir detalham a preparação e as métricas utilizadas
para a avaliação da solução.

4.1 Preparação

Para este estudo, selecionou um manual automotivo do
Volkswagen Taos 2023. A escolha desse manual justifica-
se na sua disponibilidade, relevância e representatividade
no contexto da pesquisa. Ele oferece uma ampla gama de
informações sobre recursos, procedimentos de operação e
especificações técnicas, permitindo uma análise detalhada
da capacidade da arquitetura proposta em lidar com
diferentes tipos de consultas e solicitações de informações.

Em seguida, definiu-se as perguntas espećıficas utilizadas
para testar a precisão e a coerência textual das respostas
que foram formuladas com base nos manuais automotivos
selecionados. Cada pergunta foi elaborada para abordar
aspectos-chave do respectivo véıculo e exigir respostas
detalhadas e espećıficas. A lista de perguntas de teste é
detalhada na Tabela 1.

Tabela 1. Perguntas de teste.

Véıculo Perguntas

Volkswagen
Taos 2023

1. O que é o controle automático de distância?
2. O que ocorre no caso de uma intervenção de
frenagem automática?

Em relação aos áudios, as mesmas perguntas foram gra-
vadas e inseridas na aplicação em formato de áudio. De
forma similar, duas imagens de alerta, representando o
controle de estabilidade e o acionamento do Antilock Bra-
king System (ABS), foram selecionadas. Para cada uma,
questionou-se por meio do prompt da aplicação qual era o
significado do śımbolo apresentado.

4.2 Métricas de Avaliação

Nesta subseção, descreve-se as métricas utilizadas para
avaliar a precisão e a coerência textual das respostas
geradas a partir das consultas formuladas tanto em texto

quanto em áudio. As métricas selecionadas desempenham
um papel importante na avaliação objetiva da qualidade
das respostas, fornecendo insights sobre sua adequação e
relevância em relação às consultas.

(1) ROUGE (L): utilizadas para medir a sobreposição de
n-gramas entre as respostas geradas e um conjunto
de respostas de referência. ROUGE-L considera a
sequência mais longa comum (Lin, 2004).

(2) METEOR: compara a resposta gerada com as respos-
tas de referência levando em conta sinônimos, pará-
frase e a ordem das palavras, fornecendo uma ava-
liação mais flex́ıvel e contextualizada do que simples
sobreposições de palavras (Banerjee and Lavie, 2005).

(3) BERTScore: mede a similaridade cosseno entre os
embeddings de palavras das respostas geradas e das
respostas de referência usando modelos de linguagem
contextualizados como BERT, refletindo a qualidade
semântica das respostas (Zhang et al., 2019).

(4) Word Mover’s Distance (WMD): calcula a distân-
cia mı́nima necessária para que as palavras em uma
resposta gerada correspondam às palavras na resposta
de referência no espaço semântico, oferecendo uma
medida de semelhança semântica baseada nos embed-
dings das palavras (Kusner et al., 2015).

(5) Word Error Rate (WER): calcula a proporção de
erros introduzidos em uma transcrição automática
em comparação com uma transcrição de referência,
baseando-se em operações de inserção, deleção e subs-
tituição de palavras (Ali and Renals, 2018).

Além dessas métricas textuais, um teste de desempenho
com relação aos tempos de resposta do sistema foram mo-
nitorados para medir a rapidez na entrega das respostas.
Para consultas baseadas em imagens, foi adotada também
uma abordagem de avaliação subjetiva, em que se fez uma
análise da consistência lógica e relevância das respostas em
relação ao conteúdo visual e ao texto da consulta.

Por fim, para promover a transparência e replicabilidade
dos resultados apresentados neste artigo, disponibiliza-
se todo o código utilizado no desenvolvimento do estudo
de caso. O código está hospedado em um repositório no
GitHub 1 .

5. RESULTADOS E DISCUSSÃO

Esta seção tem como objetivo discutir os resultados obti-
dos na aplicação do estudo de caso, conforme apresentado
na Seção 4. Como mencionado anteriormente, foram reali-
zadas análises das respostas geradas a partir das consultas
formuladas com base nos manuais automotivos. Ademais,
realizou-se uma análise de desempenho em relação aos
tempos de resposta da API, das Aplicações Web em Stre-
amlit e Mobile em Flutter.

5.1 Respostas Geradas

Volkswagen Taos 2023: (1) O controle automático de dis-
tância, também conhecido como ACC (Adaptive Cruise
Control), é um sistema que mantém constante uma veloci-
dade ajustada pelo condutor. Se o véıculo se aproximar
de um véıculo à frente, o ACC ajustará a velocidade

1 https://github.com/conect2ai/auto-bot-api
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automaticamente para manter a distância ajustada. (2)
No caso de uma intervenção de frenagem automática, se
um obstáculo for detectado, o véıculo desacelera até parar
e é mantido parado por cerca de 2 segundos. Depois disso,
é recomendado que o condutor pare o véıculo com o pedal
de freio após a frenagem e verifique os arredores.

5.2 Análise das Métricas de Avaliação

Nesta subseção, apresentam-se os resultados das métricas
ROUGE, METEOR, BERTScore e WMD, que foram
aplicadas para avaliar a qualidade textual e semântica das
respostas em relação às perguntas formuladas com base nos
manuais automotivos estudados. Na Tabela 2, destaca-se
a análise para as perguntas.

Tabela 2. Resultados das métricas aplicadas
para as Perguntas 1 e 2.

Pergunta Métricas Precision Recall F1 Score Valor

1

ROUGE-L 0,69 0,74 0,71 -
METEOR - - - 0,84
WMDDistance - - - 0,24
BERTScore 0,90 0,91 0,91 -

2

ROUGE-L 0,64 0,86 0,74 -
METEOR - - - 0,77
WMDDistance - - - 0,26
BERTScore 0,85 0,91 0,88 -

No geral, a métrica ROUGE-L, que avalia a sequência
mais longa, apresenta valores bem similares em precisão,
recall e F1-Score, indicando uma boa correspondência nas
palavras-chave e nas estruturas frasais entre as respostas
e as referências. Isso pode sugerir que as respostas são
suficientemente detalhadas em termos de conteúdo lexical
e estruturas.

O BERTScore, que mede a similaridade semântica com
base em embeddings de palavras, também exibe resultados
significativos, em torno de 0,90, reforçando que as respos-
tas compartilham palavras comuns com as referências e
mantêm uma boa qualidade semântica. Já o METEOR,
com um score de 0,84, reflete uma adaptação eficaz na
flexibilidade sintática e semântica das respostas em rela-
ção às referências. Por fim, o WMD, com um valor de
0,24, sugere que há uma distância semântica relativamente
pequena entre as palavras das respostas e das referências,
indicando um bom alinhamento de significado.

Em relação aos áudios, percebeu-se que o modelo Faster
Whisper, utilizado para a transcrição do áudio para texto,
conseguiu fornecer uma conversão adequada, conforme o
esperado, para as duas perguntas realizadas. Isso é eviden-
ciado pelos valores nulos obtidos a partir da métrica WER
para ambas as perguntas sobre controle automático de dis-
tância e intervenção de frenagem automática. As métricas
WER para o modelo base, utilizado no Faster Whisper no
contexto deste trabalho, podem ser encontradas de forma
detalhada no artigo de Radford et al. (2022).

Já em relação às imagens, como não há uma integração
com a técnica RAG, apenas com o LLM, não foi pos-
śıvel obter respostas espećıficas do manual automotivo,
mas houve uma resposta geral consistente com o śımbolo
presente na imagem para os dois casos de teste.

5.3 Análise de Desempenho da API (FastAPI)

Esta seção visa analisar os tempos de resposta das dife-
rentes operações realizadas pela API. As operações moni-
toradas incluem verificações de coleções, recuperação de
dados, transcrição e conversão de áudio e processamento
de imagens.

Os dados mostram, conforme é posśıvel observar na Tabela
3, que o tempo médio de resposta para as operações de
consulta à coleção foi de 0,22 segundos, indicando uma
recuperação eficiente das informações do banco de dados.
Para as operações de busca por similaridade, o tempo
médio é de 0,47 segundos. Já os tempos para a execução
das cadeias (chains), que envolvem processamento de
consultas e geração de respostas, apresentam uma média
de 6,70 segundos, por haver maior variação e complexidade
nessas operações.

Como a busca por similaridade ocorre localmente (i.e., os
serviços envolvidos encontram-se no mesmo servidor hos-
pedeiro), esse tempo é relativamente baixo. Já a execução
das cadeias envolve uma requisição para a API da OpenAI
e, portanto, este tempo está sujeito a maiores variações,
dependendo da velocidade de transmissão do conteúdo e
da disponibilidade do serviço da OpenAI.

Tabela 3. Tempo médio de execução das opera-
ções da API para as perguntas 1 e 2, enviadas
textualmente pelas aplicações web e mobile.

Operação Tempo (s)

Consulta à Coleção 0,2225
Busca por Similaridade 0,4700
Execução das Cadeias 6,7025

Para os áudios, os resultados indicados na Tabela 4 mos-
tram o desempenho das principais operações de transcri-
ção e conversão de áudio. A transcrição tem um tempo
médio de resposta de 1,12 segundos. Já a operação de
converter o áudio, que leva em média 2,48 segundos, inclui
a transcrição, bem como a conversão inicial do arquivo
de áudio e a manipulação de arquivos temporários. Este
tempo maior pode ser atribúıdo às etapas adicionais de
preparação do áudio para a transcrição, como a escrita e
leitura de arquivos temporários e a conversão de formatos,
adicionando complexidade e tempo ao processo.

Tabela 4. Tempo médio de resposta para ope-
rações da API por áudio e imagem, combi-

nando ambas as aplicações.

Operação Tipo Tempo (s)

Transcrição do Áudio Áudio 1,1175

Converter Áudio Áudio 2,4825
Requisição OpenAI Imagem 7,005

Em relação às operações de imagem, a operação de “Re-
quisição OpenAI” possui um tempo médio de resposta de
7,01 segundos. Este tempo reflete o intervalo necessário
para processar e responder a uma requisição de análise
de imagem usando a API da OpenAI. Adicionalmente, a
duração da operação também pode ser influenciada pela
latência de rede, tempo de comunicação com os servidores
da OpenAI e o tempo de processamento do servidor, que
depende da disponibilidade dos recursos e da eficiência do
modelo utilizado.
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6. CONCLUSÃO

Este artigo apresenta uma arquitetura projetada para con-
sultas a manuais automotivos, por meio de texto, áudio ou
imagem, com uso de LLMs e RAG. O estudo de caso, reali-
zado com base em um manual automotivo, demonstrou re-
sultados promissores em relação à qualidade das respostas
geradas. As métricas ROUGE-L, METEOR, BERTScore,
WMD mostraram uma significativa sobreposição de n-
gramas entre as respostas geradas e as referências, além
de uma eficaz correspondência e qualidade semântica rele-
vante na maioria das respostas. Adicionalmente, a métrica
WER indicou transcrições precisas para os áudios.

Além disso, a análise de desempenho da API (FastAPI)
evidenciou tempos de resposta eficientes para operações
de consulta à coleção e busca por similaridade, embora
a execução das cadeias (chains) tenha apresentado maior
complexidade, refletindo tempos mais variáveis. Por outro
lado, as aplicações desenvolvidas em Streamlit e Flutter
demonstraram eficiência na recuperação de dados da base
de conhecimento.

Trabalhos futuros incluem, mas não se limitam a: explorar
estratégias para melhorar a eficiência e reduzir os tempos
de resposta das operações, adicionar agentes inteligentes
na aplicação, os quais poderiam oferecer uma interação
personalizada, adaptando-se aos comportamentos e prefe-
rências dos usuários para melhorar a experiência, e ampliar
o número de manuais automotivos.
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