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Abstract: Detecting a path or trajectory that a vehicle should follow is one of the most important
tasks in autonomous robot navigation. Over the past few years, some learning-based works has
stood out more than traditional computer vision techniques in detecting paths. This paper
presents a transfer-learning-based approach to solve the lane line detection problem in the
context of visual path following by using a residual factorized convolutional neural network
trained using an approximation of IoU as the loss function. Experimental results show a
promising model that can detect paths even in the presence of discontinuities and light variations.
The proposed model architecture also strikes a good balance between accuracy and efficiency,
making the system suitable for real-time applications.

Resumo: Detectar um caminho ou trajetoria que um veiculo deve seguir é uma das tarefas mais
importantes na navegagao de robos auténomos. Nos iltimos anos, alguns trabalhos baseados em
aprendizado profundo se destacaram mais do que técnicas tradicionais de visdo computacional
na deteccao de caminhos. Este artigo apresenta uma abordagem baseada em transferéncia de
aprendizado para resolver o problema de deteccao de faixa para seguimento de caminho visual
usando uma rede neural convolucional fatorizada residual treinada com uma aproximacao do
ToU como fungao de perda. Os resultados experimentais evidenciam um modelo promissor que
pode detectar caminhos mesmo na presenga de descontinuidades e variagdes de luminosidade. A
arquitetura do modelo proposto também alcanca um bom equilibrio entre acurédcia e eficiéncia,
tornando o sistema adequado para aplicagoes em tempo real.
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1. INTRODUCAO

A detecgao de faixa é uma tarefa essencial em diversas
aplicacoes, desde o monitoramento de trafego, até sistemas
avancados de assisténcia ao condutor (ADAS) e veiculos
autonomos, permitindo uma percepgao robusta do ambi-
ente e, consequentemente, um controle preciso do veiculo.

Tradicionalmente, essa tarefa tem sido realizada usando
técnicas de processamento de imagem e visao computaci-
onal, como transformadas de Hough (Niu et al. (2016)) e
modelos paramétricos (Huang et al. (2009)). No entanto,
essas técnicas sao limitadas por diversos fatores, incluindo
a qualidade da imagem, as condigbes ambientais (como
iluminagdo, chuva e nevoeiro) e oclusdes parciais, que
podem afetar significativamente a precisao da detecgao.

Desde 2012, quando a rede neural artificial AlexNet pro-
posta por Krizhevsky et al. (2017) venceu o Desafio de
Reconhecimento Visual em Grande Escala da ImageNet
(ILSVRC), o aprendizado profundo tem alcancado resul-
tados promissores em muitos campos, tornando-se crucial
em varias tarefas. O aprendizado profundo é um ramo
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da inteligéncia artificial que se concentra em criar redes
neurais artificiais profundas que podem aprender a partir
de grandes conjuntos de dados para realizar tarefas com-
plexas, como detectar objetos em imagens. Para a detecgao
de faixas, redes neurais profundas sao treinadas em gran-
des conjuntos de dados que contém imagens de estradas
ou caminhos visuais em diferentes condigoes climaticas e
de iluminagao. Essas redes podem ser capazes de detectar
faixas com mais precisao do que as técnicas tradicionais
de processamento de imagens (Chen et al. (2020)).

Para garantir a aplicacao em tempo real, modelos de rede
grandes tém sido substituidos por versoes leves, como o
DSUnet (Lee e Liu (2022)) e o LLDNet (Khan et al.
(2022)). Zheng et al. (2022) introduzem o ROIGather para
resolver o problema da auséncia de evidéncia visual da
faixa, capturando mais informagoes contextuais globais e
construindo a relagao entre a regiao de interesse carac-
teristica da faixa e o mapa de caracteristicas completo.
Na maioria dos trabalhos anteriormente propostos, apenas
conjuntos de dados de imagens de estradas sao usados para
treinar os modelos. Uma vez que as linhas de faixa de
trafego tém formatos e orientagdes bem definidos, esses
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modelos tendem a nao apresentar bons resultados sob
circunstancias muito diferentes das utilizadas para treinar
o modelo, com faixas de formatos diferentes e de multi-
plas cores, por exemplo, o que leva a uma degradagao da
capacidade de generalizagao.

Este trabalho apresenta um sistema de detecgao visual
de faixa baseado na rede convolucional fatorizada residual
ERFNet proposta por Romera et al. (2018). Sdo apresenta-
das aqui duas contribuigoes significativas que visam melho-
rar a precisao e a robustez do modelo. A primeira é a uti-
lizacao de aprendizagem por transferéncia, para combinar
elevada precisdo na extracao de caracteristicas de faixas
aprendida de um grande conjunto de dados de imagens de
estradas e robustez para lidar com diferentes formas de
faixas, utilizando um conjunto de dados construido para a
aplicagao. A segunda contribuico é substituicao da funcao
de perda entropia bindria cruzada por uma aproximagao
diferencidvel do indice de interse¢ao sobre unido (IoU), que
leva a um aumento significativo nas métricas de avaliagao
do modelo. A arquitetura do sistema foi projetada para
ser computacionalmente eficiente, visando a aplicacao em
tempo real usando GPU de baixa capacidade.

O presente artigo estd estruturado da seguinte forma:
na Secao 2 serd apresentada a formalizagao do problema
juntamente com os aspectos que delimitam o escopo deste
trabalho . Em seguida, na Secao 3, o método proposto
é descrito, com o detalhamento da arquitetura da rede
e do treinamento do modelo. Na Secao 4, o ambiente
experimental e os resultados sdo discutidos. Por fim, na
Secao 5, as consideragoes finais sao apresentadas.

2. FORMALIZACAO DO PROBLEMA

Nesta secao é realizada a formalizacao do problema de
detecgao de linhas de faixa para controle de seguimento de
caminho visual de um robd movel, delineando os fatores
que este estudo aborda.

O projeto central em questao é um sistema de detecgao
de linhas de faixa utilizando aprendizado profundo. Esse
sistema permite identificar um caminho representado de
forma visual através de marcagbes no solo e pode ser
utilizado em conjunto com um controlador, permitindo
que um robo movel siga automaticamente o caminho. Para
delimitar o escopo do presente trabalho, consideram-se
alguns aspectos sobre o problema.

O foco deste artigo é a deteccao de caminhos em um
ambiente externo, onde diferentes condicoes de iluminagao
podem ser encontradas, como sombras e focos de luz. O
sistema proposto leva em conta diversas geometrias de
faixas, incluindo linhas retas e curvas, faixas uniformes e ir-
regulares, e também faixas com descontinuidades. Para as-
segurar a viabilidade pratica, o sistema foi projetado para
operar em tempo real, cumprindo com critérios rigorosos
de taxa de quadros por segundo e baixa laténcia, ao mesmo
tempo que apresenta elevada precisao e robustez. Tendo
em vista a aplicagao pratica no controle de seguimento de
caminho, o pipeline proposto é composto por trés etapas
principais: (a) segmentagdo seméntica; (b) estimagao de
curva polinomial; (¢) estimagao de estados.

A segmentacao seméantica representa a técnica que permite
discernir as informacoes relevantes das irrelevantes em uma
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imagem fornecida, valendo-se de uma rede neural convo-
lucional profunda, ajustada com precisdo. A estimacao de
curva polinomial, por sua vez, possibilita a representagao
matematica das informagoes visuais do trajeto identifi-
cado. Por fim, a estimacao de estados visa identificar as
varidveis pertinentes a um determinado modelo matema-
tico que representa o sistema fisico.

3. METODO PROPOSTO
8.1 Arquitetura da Rede

O modelo proposto para a tarefa de segmentacao seman-
tica das faixas é baseado em uma arquitetura de rede
neural convolucional. A entrada do modelo recebe uma
imagem com trés canais (RGB) capturada pela cimera
montada sobre o robo, e a sua saida é uma imagem
em escala de cinza que fornece a probabilidade de cada
pixel pertencer a uma faixa. Visando oferecer um bom
equilibrio entre precisdo e eficiéncia, Romera et al. (2018)
propuseram o bloco non-bottleneck-1D (non-bt-1D), que
utiliza conexoes residuais e convolugoes fatorizadas para
mesclar as vantagens dos designs com e sem gargalo. As
convolugoes fatorizadas sao caracterizadas por kernels 3x1
seguidos de kernels 1x3 em cada bloco. No design aqui
proposto, foi incorporada uma camada de normalizacao
em lote logo apds as convolugoes no interior do bloco,
técnica proposta por Ioffe e Szegedy (2015) que ajuda a
melhorar a eficiéncia do treinamento e o desempenho de
generalizagao, uma vez que normaliza as ativacoes dentro
de um mini-lote, o que leva a uma convergéncia mais
rapida e estavel. Além disso, atua como um regularizador,
adicionando ruido a rede e reduzindo o sobreajuste.

A rede apresenta arquitetura codificador-decodificador, na
qual o segmento do codificador produz mapas de carac-
teristicas subamostrados e um segmento de decodificador
aumenta a amostragem dos mapas de caracteristicas para
corresponder a resolugao de entrada. As camadas de 1
a 16 formam o codificador composto por blocos non-bt-
1D e blocos de subamostragem, nos quais também se
adicionou uma etapa de normalizagao em lote. O bloco
de subamostragem concatena as saidas paralelas de uma
convolucao 3x3 e um Max-Pooling 2x2, ambos com passo 2.
A subamostragem permite que as camadas mais profundas
agreguem mais contexto e ajuda a reduzir o calculo.

O segmento do decodificador é composto pelas camadas
de 17 a 23, e seu propdsito é aumentar a amostragem da
salda do codificador. O bloco de aumento de amostragem
inclui uma deconvolugao com passo 2, seguida por norma-
lizagao em lote e ativagao ReLU. Além disso, convolucoes
dilatadas, conforme propostas por Yu e Koltun (2016),
foram intercaladas nos blocos non-bt-1D para agregar mais
contexto. Essa técnica mostrou-se mais eficiente em termos
de custo computacional e parametros do que o uso de
kernels maiores.

A disposigao final das camadas da versao adaptada do
ERFNet ¢ exibida na Tabela 1, na qual os blocos marcados
como dilatados tiveram seu segundo par de convolugoes
3x1 e 1x3 alterados por um par de convolugoes dilatadas,
com a respectiva taxa de dilatacdo. A camada final do
modelo é uma deconvolucao com ativacao sigméide, que
gera a imagem bindria segmentada.
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Tabela 1. Disposicao de camadas da rede pro-

posta
Camada Tipo Out-F1! Out-Res 2
1 Subamostragem 16 88x160
2 Subamostragem 64 44x80
3-7 5 x Non-bt-1D 64 44x80
8 Subamostragem 128 22x40
9 Non-bt-1D (dilatacéo 2) 128 22x40
10 Non-bt-1D (dilatagao 4) 128 22x40
11 Non-bt-1D (dilatagdo 8) 128 22x40
12 Non-bt-1D (dilatagao 16) 128 22x40
13 Non-bt-1D (dilatacdo 2) 128 22x40
14 Non-bt-1D (dilatacdo 4) 128 22x40
15 Non-bt-1D (dilatacdo 8) 128 22x40
16 Non-bt-1D (dilatacdo 16) 128 22x40
17 Aumento de amostragem 64 44x80
18-19 2 x Non-bt-1D 64 44x80
20 Aumento de amostragem 16 88x160
21-22 2 x Non-bt-1D 16 88x160
23 Deconvolucdo (upsampling) 1 176x320

[1] Out-F: Ndmero de filtros da camada.
[2] Out-Res: Resolugao de saida para uma entrada de 176x320.

3.2 Pré-treinamento

Inicialmente, a rede foi treinada em um conjunto de dados
de referéncia amplamente utilizado para detecgao de faixas
chamado TuSimple, que consiste em 6408 imagens captu-
radas por cameras de veiculos em rodovias. As imagens
apresentam condigoes climaticas boas ou medianas, entre
duas e cinco faixas e diferentes condigoes de trafego. Essas
imagens foram divididas em 50% para treinamento, 25%
para validagdo e 25% para teste. Antes do treinamento,
as imagens foram redimensionadas para 360x640 com trés
canais e agrupadas em lotes de quatro imagens, para oti-
mizar a utilizacdo de meméria da GPU.

O otimizador Adam foi utilizado para treinar a rede,
proposto por Kingma e Ba (2014), por ser computacio-
nalmente eficiente e possuir baixo requisito de memoria.
Durante o pré-treinamento, foi utilizada a fungao de perda
entropia cruzada bindria (BCE), também chamada de
perda logaritmica, que é definida da seguinte forma:

N
L= D i log(p(y)) + (1= ui) -log(1 — p(ui) (1)

onde y; é o rétulo verdadeiro para o pixel i e p(y;) é o valor
previsto, realizando assim uma classificagao binaria pixel
a pixel.

Apébs o treinamento, a acurdcia avaliada foi de 0,98,
enquanto a interse¢ao sobre a unido (IoU) foi de 0,5078.
Essa discrepancia pode ser explicada pelo fato de que a
acuracia considera os pixels igualmente, e como a maioria
dos pixels é nao pertencente a faixa de rodagem (valor
0), o sistema pode alcancar uma alta precisdo mesmo que
nao encontre nenhuma faixa na imagem. Por outro lado,
o indice de Jaccard, também conhecido como IoU, é uma
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medida de sobreposigao espacial. Ele calcula a intersecao
entre as dreas de faixa previstas e verdadeiras em relagao
a sua unidao. Quando a maioria da &area rotulada é nao
faixa, isso significa que as faixas reais ocupam uma por¢ao
relativamente pequena da imagem. Se a faixa prevista nao
se sobrepbe com precisao a menor area da faixa, o IoU
pode ser significativamente menor.

8.8 Transferéncia de Aprendizado

A transferéncia de aprendizado tem como objetivo me-
lhorar o desempenho dos aprendizes-alvo em dominios-
alvo transferindo o conhecimento contido em dominios de
origem diferentes, mas relacionados (Zhuang et al. (2020)),
o que pode ser particularmente ttil ao lidar com dados
limitados para a nova tarefa.

Depois que o modelo foi pré-treinado no conjunto de dados
de faixas de estrada, foi construido um novo conjunto de
dados contendo imagens coletadas especificamente para
a tarefa atribuida, que é o controle servo-visual de um
veiculo autéonomo. Dois cendrios foram escolhidos para
construir o conjunto de dados, um interno e outro ex-
terno, visando gerar um dataset bastante heterogéneo,
e os caminhos visuais foram construidos usando fita de
marcacao no chao. Os dados foram coletados dirigindo
remotamente um rob6é moével Husky UGV equipado com
uma camera ao longo dos caminhos. O conjunto de dados
originalmente continha 657 imagens rotuladas, abrangendo
cendrios internos e externos. Em seguida, foi realizado au-
mento de dados através da inversao horizontal e aplicagao
de alteracoes de cor as imagens, totalizando 2628 imagens
apds 0 processo.

Dado que as métricas de interse¢ao sobre unido (IoU)
alcangadas durante a fase de pré-treinamento foram insa-
tisfatorias, foi decidido tentar uma nova abordagem para
atualizar os pesos do modelo durante a transferéncia de
aprendizado. Em vez de usar a perda de entropia cruzada
bindria (BCE), a estratégia proposta por Van Beers (2018)
foi seguida para otimizar o modelo diretamente em uma
aproximagao do IoU. A aproximagao proposta pelo autor
visa tornar a equacao diferencidvel e eliminar a necessidade
de que os valores utilizados sejam absolutos 1 ou 0. A
equagao do IoU’ pode ser dada por

T P|
ToU’ = | 2
oU T +P— (T+P)| (2)

T representa a imagem do rétulo verdadeiro e P a previsao
da imagem de saida. O produto T * P ¢é realizado elemento
a elemento. No numerador, isso fornece uma aproximagao
da intersegao, atribuindo a probabilidade de P, quando T,
é 1 e atribuindo 0 caso contrario. O denominador é uma
adicao de T e P com a deducao da intersecao, como em um
calculo de uniao regular, para mitigar o efeito de contar a
intersegao duas vezes. Como uma funcao de perda, o erro
precisa ser minimizado, entao a perda é definida como:

LIOU = —IOU/ (3)

Esta perda é aplicada a cada elemento em um lote e
somada, produzindo um valor entre 0 e o tamanho do lote,

DOI: 10.20906/CBA2024/4764



Sociedade Brasileira de Automatica (SBA)
XXV Congresso Brasileiro de Automatica - CBA 2024, 15 a 18 de outubro de 2024

quando o IoU para cada amostra se aproxima de 1 ou 0,
respectivamente.

3.4 Ajuste de Curva

Apébs a segmentacdo semantica, a etapa subsequente é o
ajuste de curva, cujo objetivo é encontrar uma fungao
matematica que se ajuste a uma série de pontos, per-
mitindo uma representacao fidedigna e simplificada dos
dados. Para este fim, sdo utilizadas neste trabalho uma
funcao polinomial de terceira ordem e um método de ajuste
robusto, o Random Sample Consensus (RANSAC). O al-
goritmo, proposto por Fischler e Bolles (1981), consiste em
ajustar uma curva a amostras aleatorias de um conjunto
de dados. Em seguida, o algoritmo verifica quantos pontos
dos dados restantes se ajustam ao modelo dentro de uma
tolerancia definida. Esse processo é repetido vérias vezes
para encontrar o melhor conjunto de pontos que se ajusta
bem ao modelo, ignorando os valores atipicos. O modelo
final é entao recalculado usando todos os pontos do melhor
conjunto. Com a aplicagdo do RANSAC sobre a imagem
segmentada e binarizada, o caminho no plano da imagem
é parametrizado através dos coeficientes de uma funcao
polinomial.

4. RESULTADOS EXPERIMENTAIS
4.1 Métricas de Avaliagao do Modelo

A etapa de treinamento foi realizada utilizando o conjunto
de dados construido, com 2628 imagens, sendo 70% para
treinamento, 15% para validagao e 15% para teste. Devido
a limitacoes de hardware, o tamanho maximo do lote foi de
16 imagens, considerando uma resolucao de 176x320 pixels.
O numero total de épocas utilizado para o treinamento foi
11, sendo que a partir da nona época o modelo deixou
de apresentar reducao do custo de validagao, acionando o
critério de parada.

Apébs o treinamento, a acurdcia, IoU e F1 score foram
de 0,9895, 0,8617 e 0,9166, respectivamente. As métricas
avaliadas aumentaram significativamente durante a trans-
feréncia de aprendizado. O tempo de treinamento foi de
38 minutos e o tempo médio de previsdo foi de aproxi-
madamente 11 ms em uma GPU RTX A1000 com 2048
nicleos CUDA. O modelo teve um desempenho notével no
conjunto de dados de teste, como refletido pelas métricas
apresentadas na Tabela 2 e pelas imagens das inferéncias
mostradas na Fig 1. Os resultados sugerem que o modelo
adquiriu com sucesso conhecimento de um conjunto de da-
dos diversificado e heterogéneo, sendo capaz de identificar
com precisao os caminhos mesmo em cenarios desafiadores
marcados por sombras, oclusoes e intensa iluminagao.

4.2 Estimagao de Fstados

O problema de controle servo-visual, conforme proposto
por Franco et al. (2021), tem seu sistema de coordenadas
ilustrado na Figura 2. Nesse modelo, para um perfil de
velocidade linear pré-determinado, os estados sao caracte-
risticas visuais extraidas a cada iteracao que representam
o erro entre a velocidade angular do rob6 e a de um
veiculo virtual posicionado no horizonte visual. O modelo
é descrito pelas seguintes equacoes:

ISSN: 2525-8311

3959

Tabela 2. Métricas avaliadas.

Pré- Transferéncia
treinamento de aprendizado
Funcao de perda BCE ToU’
Resolugao 360x640 176x320
TIoU 0,5078 0,8617
F1 Score 0,1566 0,9166
Precisao 0,98 0,9895
Tempo de treinamento | 42 38
(min)
Tempo de previsao | 28 11
(ms)

Figura 1. Imagens originais versus mascaras previstas apos
a segunda etapa de treinamento.

(v+wZ)

cos(0,) 4)

Ue =w —c(8) -

v — {z] _ |:wH+(wZ+U) -tan(,) 7 (5)

0, Ue

onde u,. é a entrada de controle, s é o comprimento do ca-
minho, ¢(s) é a curvatura do caminho, Z é o deslocamento
lateral, 6, é o erro angular e H o horizonte constante.
Nesse modelo, Z e 6, sdo as varidveis de estado e podem
ser calculadas diretamente do plano da imagem utilizando
relagoes trigonométricas.

Para avaliar o desempenho do sistema de deteccao, este
foi comparado ao sistema apresentado por Franco et al.
(2021), que utiliza métodos de visdo computacional clas-
sica para detectar caminhos. Foram utilizadas imagens
geradas a partir do ambiente de simulagao construido com
a engine Unity, conforme a Figura 3, onde o rob6 percorre
uma faixa para realizar a deteccao e a estimacao de estados
utilizando ambas abordagens. O ambiente de simulagao
foi estruturado para oferecer condigoes desafiadoras para
o sistema de deteccao, com reflexos e focos de luz no solo,
sombras e caminhos faltosos, e texturas bastante realistas,
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(a) Sistema de coordenadas.  (b) Clearpath Husky A200 UGV.

Figura 2. Representagao do sistema de coordenadas para o
problema de controle servo-visual e foto do robé mével
utilizado.

a fim de testar o sistema sob circunstancias bem proximas
das reais.

Figura 3. Simulacdo do Husky UGV utilizando a engine
Unity. Um video com a demonstragao do sistema pode
ser visto no link https://youtu.be/V6X5VH_C8pY.

A Figura 4 apresenta o grafico do estado Z estimado
para uma janela de tempo, enquanto a Figura 5 mostra
alguns exemplos de detecgao obtidos utilizando ambas
abordagens. O método original apresentou regioes de ins-
tabilidade na estimacao dos estados, por detectar erronea-
mente trechos faltosos no caminho devido a diferengas de
iluminagao. Como se trata de um método deterministico
de visao computacional, a capacidade de generalizacao
do sistema é severamente afetada por condigbes de lumi-
nosidade diferentes daquelas para as quais o sistema foi
projetado. Como consequéncia, sao encontradas regioes
de pico e maiores oscilagoes no estado estimado, o que
pode levar um sistema de controle a instabilidade, fazendo
com que o robo deixe de detectar e seguir o caminho. E
possivel observar, no grafico da Figura 4, o comportamento
instavel descrito. Em ¢ = 15,3 segundos, nota-se um pico
no deslocamento lateral estimado. Este instante esta repre-
sentado no primeiro exemplo (primeira linha) da Figura 5.
Observa-se também que em ¢ = 20 segundos o estado
estimado utilizando o método original diverge, tendendo
a valores elevados que nao condizem com o estado real.

Em contrapartida, o modelo baseado em aprendizado pro-
fundo proposto neste artigo apresenta um comportamento
bastante estavel na estimagao de estados devido a precisao
obtida na etapa de segmentagdo seméantica. Ao contréario
do método original que depende fortemente de regras e
heuristicas para detectar trechos de descontinuidade no
caminho, o modelo proposto aprende diretamente a partir
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Figura 4. Estimacao do deslocamento lateral (Z) em uma
janela de tempo. Em vermelho, o estado estimado
utilizando o método original, em azul, utilizando o
método proposto neste artigo.

dos dados, tornando-se mais robusto e capaz de lidar com
uma ampla variedade de condigoes de iluminagao e cend-
rios. Uma das vantagens significativas do modelo proposto
é sua capacidade de generalizagdo. Uma vez treinado em
um conjunto diversificado de dados de treinamento, o mo-
delo é capaz de adaptar-se a novos ambientes e condigoes
de iluminagao com relativa facilidade, sem a necessidade de
ajustes manuais extensivos. Isso é crucial para a aplicabili-
dade pratica do sistema em ambientes do mundo real, onde
as condicoes de iluminagao podem variar amplamente.

Além disso, a estabilidade na estimacao de estados propor-
cionada pelo modelo proposto é fundamental para sistemas
de controle, permitindo que o robd seja capaz de seguir o
caminho com precisao e consisténcia com um controlador
adequado, mesmo em condigoes adversas, possibilitando
diversas aplicagoes, desde navegacao auténoma até inspe-
¢ao de infraestrutura.

5. CONCLUSOES

Este trabalho apresentou um sistema de deteccao de faixas
baseado em aprendizado de maquina. Usando uma rede
neural convolucional baseada na arquitetura ERFNet e
aplicando uma técnica de transferéncia de aprendizado, foi
alcangado um desempenho superior em compara¢ao com
uma abordagem deterministica de visdao computacional,
além da capacidade de operar em tempo real com um
tempo médio de inferéncia de 11 ms. O modelo exibiu
métricas de avaliagao notaveis, incluindo altos indices de
IoU e F1 score, mesmo ao operar em ambientes caracteri-
zados por condigoes desafiadoras, como iluminagao intensa
e sombras. Utilizar uma aproximagao do IoU como fun-
¢ao de perda melhorou significativamente o desempenho
e a robustez do modelo, como evidenciado pelas métricas
apresentadas. Além disso, o sistema proposto foi validado
em uma aplicacao de tempo real, onde mostrou ser capaz
de prover informacGes precisas e estaveis sobre caminhos
visuais em uma aplicagao robdtica.

Como trabalho futuro, considera-se incorporar fontes adi-
cionais de dados, como sensores LiDAR, o que possibili-
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Figura 5. Comparagcao entre os resultados do método original (segunda coluna) e do método proposto (terceira coluna)
na deteccao de caminhos para diferentes imagens de entrada (primeira coluna).

taria uma abordagem mais abrangente, especialmente em
cenarios com condigoes variadas de terreno.
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