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Abstract: This work presents a new methodology for decoupling multivariable systems, based
on the evolutive participative algorithm. Decoupling is achieved by adding compensation signals
to the control signals produced by controllers designed to operate in single-input single-output
loops. Unlike the analytical approaches available in the literature, the model of the controlled
system is dispensable, with its dynamics learned during operation. As a result, the approach
can compensate for parametric variations or even structural changes in the controlled systems.
These characteristics are not addressed by techniques in the literature that rely on knowledge
of the process model. The proposed methodology is applied to a boiler model with 4 inputs and
4 outputs, yielding superior results compared to other evaluated methodologies, particularly
excelling in scenarios where uncertainties (parametric or structural) affect the controlled system.

Resumo: Este trabalho apresenta uma nova metodologia para desacoplamento de sistemas
multivariáveis, baseado no algoritmo participativo evolutivo. O desacoplamento é feito pela
adição de sinais de compensação aos sinais de controle produzidos por controladores projetados
para operação em malhas de uma entrada e uma sáıda. Diferentemente das abordagens anaĺıticas
dispońıveis na literatura, o modelo do sistema controlado é dispensável, sendo sua dinâmica
aprendida durante a operação. Com isso, a abordagem pode compensar variações paramétricas
ou mesmo estruturais nos sistemas controlados. Essas caracteŕısticas não são contempladas por
técnicas da literatura que se baseiam no conhecimento do modelo do processo. A metodologia
proposta é aplicada a um modelo de caldeira com 4 entradas e 4 sáıdas, obtendo resultados
superiores aos das outras metodologias avaliadas, destacando-se especialmente nos cenários em
que incertezas (paramétricas ou estruturais) afetam o sistema controlado.

Keywords: Decoupling by learning; multivariable systems; evolving systems.
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1. INTRODUÇÃO

A complexidade intŕınseca aos processos industriais, ca-
racterizada pela multiplicidade de variáveis de entrada
e sáıda a serem controladas ou manipuladas, destaca a
prevalência de sistemas multivariáveis (MIMO, do inglês
multiple-inputs, multiple-outputs) na indústria (Liu et al.,
2019). Ao contrário dos sistemas monovariáveis (SISO,
do inglês single-input, single-output), os sistemas MIMO
apresentam interações entre suas malhas, criando desa-
fios significativos para a śıntese de controladores. Diante
desse cenário, duas abordagens predominantes emergem:
o controle centralizado, que trata o sistema MIMO como
uma entidade integrada (Stewart et al., 2010), e o controle
descentralizado, que projeta controladores independentes
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para cada par de entrada-sáıda (Chiu and Arkun, 1990;
Schaper et al., 1999; He et al., 2005, 2009).

Nesse contexto, o projeto de desacopladores surgem como
alternativa, proporcionando melhor desempenho em malha
fechada dos sistemas MIMO (Wang, 2002). Em prinćıpio,
seu uso viabiliza o projeto de controladores descentrali-
zados, como se o processo fosse constitúıdo de malhas
SISO. As técnicas de desacoplamento evolúıram ao longo
do tempo, inicialmente associadas às matrizes de fun-
ções de transferência e, mais tarde, incorporando mode-
los de espaço de estados (Paraskevopoulos et al., 2005).
O “problema de Morgan” (Morgan, 1964), que objetiva
o desacoplamento linha-por-linha de um sistema MIMO,
tornou-se central, desafiando a eliminação das interações
sem comprometer o desempenho e a estabilidade. Uma
das primeiras soluções pode ser encontrada em Falb and
Wolovich (1967). Um ponto central no uso de desacopla-
dores é facilitar o projeto de controladores, melhorando
o desempenho da malha fechada ao mitigar os efeitos de
variações nos sinais de controle em outras malhas.
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Parte da literatura é dedicada a sistemas com duas en-
tradas e duas sáıdas, (TITO, do inglês two-inputs, two-
outiputs), por se tratarem de sistemas mais simples e fre-

quentes no ambiente industrial. Veja Åström et al. (2002)
com o projeto de controladores PI desacoplados, Chen
and Zhang (2007) para sistemas TITO com integradores,
Fang et al. (2008) que utiliza redes neurais artificiais para
situações em que o modelo matemático do sistema não está
dispońıvel ou Liao and Sun (2019) que utiliza modelos
fuzzy Takagi-Sugeno. Os esforços para a śıntese de de-
sacopladores permanecem presentes nas pesquisas atuais,
dadas as dificuldades de obtenção de modelos precisos e
a complexidade dos procedimentos para a śıntese de desa-
copladores (Belwal et al., 2023; Aguiar et al., 2023). Em
especial, abordagens anaĺıticas que dependem da estrutura
do modelo mostram-se especialmente frágeis no caso de
diferenças entre o sistema real e o modelo utilizado.

Neste trabalho propõe-se uma solução para a śıntese de
desacopladores baseada na utilização do algoritmo intro-
duzido por Lima et al. (2006) de aprendizagem partici-
pativa (ePL, do inglês evolving participatory learning ).
Essa solução realiza o desacoplamento por meio da es-
timação do sinal de compensação necessário para cada
subsistema de interesse, possibilitando adaptabilidade a
incertezas paramétricas e/ou estruturais na planta que
está sendo controlada. Para isso, é utilizado um modelo
de referência que permite o cômputo da diferença entre
as sáıdas almejadas de cada subsistema e a sáıda real.
Esse sinal é usado pelo ePL no processo de aprendizagem
do sinal de compensação a ser adicionado aos sinais de
controle de cada entrada.

O método de desacoplamento por aprendizado é compa-
rado com outras abordagens de desacoplamento dinâmico
em três cenários: sem incertezas (sistema nominal), com
incertezas paramétricas e com incertezas estruturais, re-
fletindo, por exemplo, dinâmicas negligenciadas no modelo
do processo. Os resultados obtidos indicam uma superiori-
dade do desacoplamento por aprendizado nos três cenários
e principalmente nos que possuem incertezas, uma vez que
o método proposto é capaz de aprender as novas condições
de funcionamento do processo controlado e realizar os
ajustes necessários nos sinais de compensação. Tal adapta-
bilidade não é encontrada nos métodos anaĺıticos presentes
na literatura.

O trabalho encontra-se organizado de tal modo: Na Seção 2
é apresentada uma breve revisão sobre desacoplamento de
sistemas MIMO e sobre o ePL. A principal contribuição do
trabalho pode ser encontrada na Seção 3, seguida da Seção
4 em que é feito um estudo de caso ilustrando o uso da
metodologia proposta e comparando os resultados alcan-
çados com outras abordagens da literatura. As conclusões
e perspectivas deste trabalho podem ser encontradas na
Seção 5.

2. PRELIMINARES

Nesta seção, é feita uma breve revisão sobre o desacopla-
mento de sistemas MIMO, seguida de uma apresentação
dos principais aspectos do algoritmo ePL.

2.1 Desacoplamento de Sistemas Multivariáveis

A finalidade do desacoplamento é obter subsistemas nos
quais podem ser aplicadas técnicas de controle SISO já
consolidadas, resultando na utilização de controladores
descentralizados na malha de controle (Wang, 2002). O de-
sacoplamento de sistemas MIMO divide-se em categorias
estática e dinâmica. A abordagem dinâmica, geralmente
mais eficaz, requer conhecimento preciso do modelo do
processo (Liu et al., 2019), o que pode resultar em vulnera-
bilidades a incertezas e erros de modelagem em aplicações
reais. O desacoplamento dinâmico pode ser classificado
como ideal, simples ou invertido. No caso ideal, busca-
se obter uma matriz de transferência diagonal através
da seleção adequada das funções do desacoplador. Como
exemplo, considere o sistema TITO da Figura 1.

Figura 1. Diagrama de blocos de controle, ilustrando o
sistema TITO, o desacoplador dinâmico e os dois
controladores SISO.

Na Figura 1, observam-se três blocos principais: o sistema,
com funções de transferência Gij(s), os desacopladores
com funções Dij(s) (a serem projetados) e os controla-
dores Ci(s) que poderão ser projetados via métodos SISO,
considerando o sistema desacoplado. Ao selecionar uma
matriz GD(s), cujas funções de transferência na diagonal
correspondem às dinâmicas desejadas para o sistema desa-
coplado, deve-se projetar D(s) que realize tal tarefa. Isso
pode ser feito calculando (Gagnon et al., 1998):

D(s) = G(s)−1GD(s) (1)

em que G−1(s) = 1
det(G)adj(G(s)) e por definição tem-

se que adj(G(s)) = H⊤(s), em que H(s) é a matriz
de cofatores de G(s), cujos elementos são denotados por
Hij(s) = (−1)i+j det(Lij(s)), com i, j = 1, 2, . . . , p, e Lij

é a submatriz resultante da remoção da i-ésima linha e da
j-ésima coluna de G(s). Portanto, (1) pode ser reescrita
como:

D(s) =
1

det(G(s))
H⊤(s)GD(s). (2)

em que

Dij =
1

det(G(s))
Hji(s)Gjj(s) com i, j = 1, 2, . . . , p.

(3)

Essa abordagem pode resultar em expressões complexas,
tornando sua implementação em sistemas reais uma tarefa
desafiadora. Além disso, a inversão de G(s) pode resultar
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em sistemas não causais, exigindo escolhas especiais de
GD(s), ou invertendo apenas uma parte de uma versão
fatorada de G(s). Outro elemento dificultador são os zeros
de fase não-mı́nima que se transformam em polos instáveis
em D(s).

O desacoplamento dinâmico simples apresenta simplici-
dade na definição dos elementos da matriz de desacopla-
mento, o que favorece sua aplicação em sistemas indus-
triais. No entanto, uma desvantagem é a necessidade de
redução do modelo antes da implementação e a obtenção
de esquemas de desacoplamento complexos para sistemas
de ordem superior (Luo et al., 2010).

Por fim, o desacoplamento invertido, inicialmente proposto
por Ho et al. (1996), possui uma estrutura semelhante ao
desacoplamento simples, mas a entrada do desacoplador
é feita a partir dos sinais que entram na planta G(s),
e sua sáıda é adicionada aos sinais de controle gerados
pelos Ci(s), i = 1, . . . , p. Essa estrutura inversa simpli-
fica a sintonia dos controladores, mantém as vantagens
do desacoplamento simples e evita alguns problemas de
invertibilidade da planta presentes na abordagem ideal.

2.2 Algoritmo de Aprendizagem Participativa (ePL)

O algoritmo ePL, proposto por Lima et al. (2006), destaca-
se por mecanismos de aprendizagem baseados em agrupa-
mento/clusterização dos dados de entrada. Esse algoritmo,
autônomo e autoadaptativo, ajusta simultaneamente os
parâmetros dos antecedentes e consequentes, modificando
modelos locais em regras fuzzy (Silva et al., 2018):

SE zk é Ai ENTÃO yki = γk
[
zk 1

]
, (4)

em que zk ∈ [0, 1]q são os dados de entrada, sendo q a
dimensão do espaço vetorial, Ai são os antecedentes da
i-ésima regra fuzzy, yki e γk são a sáıda e o vetor dos con-
sequentes da regra fuzzy no instante k, respectivamente. O
ePL necessita da especificação de alguns parâmetros pelo
usuário, entre eles a taxa de aprendizagem α ∈ [0, 1], a
taxa do ı́ndice de alerta β ∈ [0, 1], o limiar de compati-
bilidade λ ∈ [0, 1] e o limiar de alerta τ ∈ [0, 1] (Oliveira
et al., 2019). Cada regra é representada por uma função

Gaussiana do tipo: µk
i

(
zk

)
= e−r∥zk−vk

i ∥
2

, em que µk
i é

o grau de pertinência da i-ésima regra fuzzy, r ∈ [0, 1] a
dispersão ou zona de influência da função Gaussiana, vk

i o
centro do cluster e | · | a norma euclidiana.

Com natureza de aprendizagem não supervisionada, o ePL
pode criar novos grupos, atualizar centros das regras exis-
tentes ou eliminar grupos redundantes a cada iteração k. O
ı́ndice de alerta, ai, monitora a compatibilidade dos dados
com o conjunto de regras. Se ak+1

i > τ , uma nova regra é

criada. A atualização de ak+1
i considera a compatibilidade

ρki do dado zk em relação ao centro do grupo vk
i (Pedrycz

and Gomide, 2007). Caso contrário, se ak+1
i não ultrapas-

sar τ , então o grupo de maior compatibilidade é atualizado
com o aux́ılio de α como segue (Oliveira et al., 2020):

vk+1
s = vk

s + α

(
ρks

1−ak
s
[
zk − vk

s

])
s = argmax

j=1,··· ,ck
pki

. (5)

O ePL verifica a redundância entre regras, comparando a
compatibilidade entre grupos ρkij . Se ρ

k
ij ≥ λ, o grupo vk

j é
considerado redundante e removido. Caso contrário, a base

de regras é mantida. A sáıda do algoritmo é calculada pela
média ponderada dos modelos locais (Lima et al., 2006):

yk =
ck∑
i=1

µk
i y

k
i∑ck

i=1 µ
k
i

. (6)

A capacidade adaptativa do ePL para ajustar modelos
fuzzy, aliada à sua habilidade de lidar eficientemente com
dados não supervisionados, emerge como uma ferramenta
notável. Adicionalmente, a sintonia dos parâmetros do al-
goritmo pode ser efetuada utilizando métodos espećıficos,
como a sintonia via algoritmo de evolução diferencial (DE
- Differential Evolution ), conforme detalhado em (Santos
et al., 2020).

3. DESACOPLAMENTO POR APRENDIZAGEM

Considere a classe de sistemas lineares e acoplados, repre-
sentados pela função de transferência Ĝ(s) com dimensões
p× p, tal que:

Ĝ(s) =


Ĝ11 Ĝ12 ... Ĝ1p

Ĝ21 Ĝ22 ... Ĝ2p

...
...

. . .
...

Ĝ1p Ĝ2p ... Ĝpp

 , (7)

em que Ĝij(s) = Gij(s) + ∆ij(s), i, j = 1, 2, . . . , p, é a
função de transferência que contém uma incerteza atrelada
ao modelo. Supõe-se que ao sinal de controle gerado pelos
controladores Ci(s), i = 1, . . . , p, é adicionado um sinal de
compensação estimado pelo algoritmo ePL. Neste caso, o
sinal de controle total que entra na planta é dado por:

U(s) = v(s) +Uc(s) (8)

em que Uc(s) precisa ter uma estrutura adequada para i)
produzir o desacoplamento das sáıdas com as entradas e
ii) aproximar tanto quanto posśıvel o sistema resultante
de GD(s). Note que GD(s) pode ser escolhida igual à
diagonal da versão nominal de G(s). Essa abordagem não
requer o conhecimento a priori das funções Gij(s). Porém,
como os controladores Ci(s) são conhecidos, é razoável
supor que ao menos as versões nominais de Gii(s) são
conhecidas e foram usadas para a śıntese de Ci(s), e essas
podem ser usadas para construir GD(s). Dessa forma, a
sáıda do sistema controlado é dada por:

Y(s) = Ĝ(s)D(s)v(s) = Ĝ(s)U(s), (9)

Assim, considerando o desacoplador de ordem p apresen-
tado em (2) e realizando a multiplicação de Ĝ(s)D(s) é
obtida uma matriz:

M(s) = diag(M11(s),M22(s), . . . ,Mpp(s)). (10)

Os elementos da diagonal principal são definidos como:

Mii =
Gii(s)

det (G(s))
(det (G(s)) + ηii(s)), (11)

em que ηii(s) =
∑p

j=1 ∆ij(s)(−1)i+j det(Lij(s)). Ou seja,

ηii é a soma dos produtos que contêm as incertezas ∆ij(s)
das funções de transferência Gij para cada sáıda yi(s).
Os termos fora da diagonal principal, ao serem calculados

Sociedade Brasileira de Automática (SBA) 
XXV Congresso Brasileiro de Automática - CBA 2024, 15 a 18 de outubro de 2024 

ISSN: 2525-8311 4232 DOI: 10.20906/CBA2024/4806



com base nos cofatores Hij(s), têm alternância em seus
sinais e se cancelam devido à simetria dos determinantes
das submatrizes, resultando em valores nulos. Desse modo,

Figura 2. Estrutura do desacoplamento por aprendizagem
para um sistema TITO.

cada sáıda do sistema é denotada por:

yi(s) =
Gii

det(G(s))
(det(G(s)) + ηii)vi(s). (12)

A estimação da compensação do sinal de controle que desa-
copla o sistema é feita pelo ePL, considerando o erro entre
a dinâmica desejada, baseada em GD(s), e a sáıda real
dos subsistemas, como ilustrado na Figura 2. Resultando
em eri(t) = ydi(t) − yi(t), para um sistema TITO. Note
o bloco vermelho correspondente à implementação do ePL
que fornece os sinais de compensação Uc(s). Caso esse
sinal consiga compensar completamente os acoplamentos,
as malhas externas, que funcionam como modelo de re-
ferência, fornecerão erro nulo (eri) ao ePL, indicando a
convergência do sistema à caracteŕıstica SISO desejada:

ydi =
CiGDii

1 + CiGDii
ri, i = 1, 2, . . . , p.

No ePL, as regras fuzzy são reescritas conforme:

SE zk é Ai ENTÃO ∆Ŵ k
i = diag(πk

i X k), (13)

em que zk =
[
vT yT

]2p
= [v1 . . . vp y1 . . . yp] é formado

pelos sinais de controle provenientes dos controladores
e das sáıdas do sistema. A matriz X k ∈ R(p+2)×p é
constrúıda da seguinte forma:

X k =


v1 v1 ... v1

...
...
. . .

...
vp vp ... vp
y1 y2 ... yp

1 1 ... 1

 . (14)

Os consequentes da regra, πk
i ∈ R(p+2)×p, são atualizados

pelo algoritmo MQR (Coelho et al., 2020), que é executado
recursivamente, atualizando apenas uma linha da matriz
ϕk
i por vez. Os elementos da matriz têm seus valores

normalizados para a aplicação do algoritmo recursivo.
Logo, faz-se:

Λk
ij =

Φk−1
ij Xk

j

(Xk)TΦk−1
ij Xk

j + ζ
,

πk
ij = πk−1

ij + Λk
ij(Kpf er +Kif

k∑
s=0

erT − πk−1
ij Xk

j ),

ϕk
ij =

1

ζ

[
ϕk−1
ij −

ϕk−1
ij Xk

j (Xk
j )Tϕk−1

ij

(Xk
j )Tϕk−1

ij Xk
j + ζ

]
,

(15)

em que Λk
i ∈ R(p+2)×p é o ganho de Kalman tal que Λk

ij

se refere à coluna j da matriz Λk
i .ϕ

k
i ∈ Rp×(p+2)×(p+2)

é o vetor das matrizes de covariância em que ϕk
ij é a

matriz de covariância relativa à sáıda j. Já Kpf ∈ Rp×p e
Kif ∈ Rp×p são constantes a serem definidas. Visando o
desacoplamento por aprendizagem, o cômputo de πk

ij em
(15) é feito utilizando o valor de eri(t). Essa escolha deve-
se à necessidade de correção da diferença entre as sáıdas
dos subsistemas e as sáıdas desejadas para cada um deles,
mitigando assim o acoplamento entre eles.

4. APLICAÇÃO EM UM SISTEMA MIMO

Na presente seção, implementa-se a metodologia de de-
sacoplamento por aprendizagem, conforme detalhado na
Seção 3, em um modelo multivariável que representa uma
caldeira. O modelo é descrito pela matriz de funções de
transferência proposta por (Merrikh-Bayat, 2018):

G(s) =


1

4s+1
0.7

5s+1
0.3

5s+1
0.2

5s+1
0.6

5s+1
1

4s+1
0.4

5s+1
0.35
5s+1

0.35
5s+1

0.4
5s+1

1
4s+1

0.6
5s+1

0.2
5s+1

0.3
5s+1

0.7
5s+1

1
4s+1

 . (16)

Para controlar o sistema, utiliza-se um controlador
proporcional-integral (PI), obtido via Control System To-
olbox doMATLAB, comKp = 4.4525 eKi = 0.89051. Esse
controlador é aplicado aos quatro subsistemas da diagonal,
que compartilham a mesma função de transferência. Com
o desacoplamento, almeja-se realizar o projeto de contro-
ladores isoladamente, considerando cada subsistema como
um sistema SISO.

O ePL, conforme discutido na Seção 2.2, requer a definição
de alguns parâmetros. Para o exemplo em questão, utili-
zando o algoritmo DE para sintonia, temos α = 5× 10−8,
β = 9 × 10−8, λ = 0.75, τ = 0.2 e r = 0.025. Da
mesma forma, os ganhos de atualização dos consequentes
são Kpf = diag(8, 100, 10, 4) e Kif = diag(4, 5, 7, 14). A
metodologia de desacoplamento via aprendizado é avaliada
em três cenários considerando o seguimento de referência.
No primeiro cenário, aplica-se a metodologia ao sistema
apresentado em (16) sem a introdução de incertezas. No
segundo cenário, incertezas paramétricas são introduzi-
das no sistema, deslocando todos os polos das funções
de transferência que compõem a matriz de transferência,
resultando na troca de 4s + 1 para 4s + 1.5 e de 5s + 1
para 5s+1.5. Portanto, as incertezas paramétricas afetam
todas as funções de transferência Gij de (16). O último
cenário contempla a introdução de incertezas estruturais,
onde todas as funções de transferência fora da diagonal
são multiplicadas por 1/(s + 1), indicando uma dinâmica
relevante que fora negligenciada. Os resultados são compa-
rados com as técnicas de desacoplamento dinâmico simples
e invertido. As simulações obtidas para os cenários com
incertezas são apresentados nas Figuras 3 e 4, respectiva-
mente. Nessas figuras, tem-se recortes da resposta tempo-
ral referente ao momento de transições das referências. Em
todos os casos, as legendas indicam os sinais associados,
destacando-se os sinais em azul que se referem à sáıda do
sistema utilizando o desacoplamento por aprendizagem,
verde o desacoplamento simples, vermelho o desacopla-
mento invertido e ciano a sáıda desejada ydi. O desaco-
plador por aprendizagem desacopla o sistema de maneira
mais eficiente, especialmente nas sáıdas y2, y3 e y4, onde o
acoplamento é mais evidente. Os desacopladores simples e
invertido têm dificuldades em efetivar o desacoplamento,
resultando em variações abruptas no seguimento da refe-
rência e problemas de estabilização do sistema. As Figuras
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Figura 3. Sáıdas do sistema com incertezas paramétricas.
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Figura 4. Sáıdas do sistema com incertezas estrutural.

Figura 5. Índices de desempenho: sem incertezas, com
incertezas paramétricas e com incertezas estruturais
em azul desacoplamento por aprendizagem sem in-
certezas, verde desacoplamento invertido sem incer-
tezas, vermelho desacoplamento por aprendizagem
com incertezas paramétricas, ciano desacoplamento
invertido com com incertezas paramétricas, magenta
desacoplamento por aprendizagem com incertezas es-
truturais e amarelo desacoplamento invertido com
incertezas estruturais.

3 e 4 apresentam resultados comparativos entre as três me-
todologias, revelando que a introdução de incertezas tende
a afetar negativamente o desempenho das metodologias

clássicas. Em contraste, o desacoplador por aprendizado,
por seu caráter adaptativo, aprimora o desacoplamento à
medida que a dinâmica evolui. Na Figura 4, que inclui
incerteza estrutural, a sáıda y4 é a mais afetada. No en-
tanto, o desacoplador por aprendizado consegue restaurar
o seguimento da referência mais rapidamente, enquanto as
metodologias tradicionais requerem um tempo maior para
obter resultados semelhantes.

Para avaliar o desempenho do sistema, são utilizados os
ı́ndices de desempenho integral da soma do erro (IAE),
integral do erro absoluto multiplicado pelo tempo (ITAE),
integral da variabilidade ponderada do sinal de controle
(IVU), integral da variabilidade ponderada do erro (IVE)
e o erro quadrático médio (RMS) da diferença entre a
sáıda desejada e a efetivamente executada pelo sistema.
Veja Oliveira et al. (2020) para maiores detalhes no cálculo
desses ı́ndices.

Os resultados, apresentados na Figura 5, indicam que o
desacoplador por aprendizado é superior ao desacopla-
mento dinâmico, especialmente para a sáıda y4. Nela, o
desempenho do desacoplador por aprendizado foi aproxi-
madamente 64% melhor no ı́ndice IAE e 73% melhor no
ı́ndice ITAE em comparação ao desacoplamento simples.
Comparado ao desacoplamento invertido, a superioridade
foi de 51% e 40%, respectivamente. Em termos de RMS,
o desempenho foi 1% inferior em comparação ao desaco-
plamento simples, mas 20% superior ao desacoplamento
invertido.

Em um cenário com incertezas paramétricas, o desaco-
plador por aprendizado também demonstrou vantagem,
especialmente na sáıda y2, sendo cerca de 70% superior ao
desacoplamento simples e 41% superior ao desacoplamento
invertido no ı́ndice IAE. Para o RMS, teve desempenho
semelhante ao desacoplamento invertido, mas foi 20% in-
ferior ao desacoplamento simples.

Para o sistema com incertezas estruturais, a sáıda do
subsistema 4 apresentou um desempenho 68% superior
ao desacoplamento simples no ı́ndice IAE e 74% no
ı́ndice ITAE. Em relação ao desacoplamento invertido, a
vantagem foi de 57% e 62%, respectivamente. No ı́ndice
RMS, os valores foram 163% inferiores ao desacoplamento
invertido e 259% inferiores ao desacoplamento simples.

Portanto, o desacoplador por aprendizado provou ser mais
eficaz nos três cenários investigados. Contudo, no RMS,
observou-se um ı́ndice significativamente mais alto devido
à sensibilidade do algoritmo de aprendizado aos parâme-
tros utilizados e ao processo de aprendizagem inicial.

A análise dos ı́ndices IAE e ITAE permite concluir que
houve menos erros no seguimento de referência nos casos
em que a metodologia foi superior, além de melhor tempo
de resposta e estabilidade do sistema frente ao erro.

Por fim, a utilização dos mesmos parâmetros em todos os
cenários sugere que um ajuste mais cuidadoso poderia me-
lhorar o desempenho do desacoplamento por aprendizado,
especialmente no sistema com incertezas paramétricas,
dado que os parâmetros foram obtidos para o sistema sem
incertezas. Dessa forma, uma otimização dos parâmetros
do ePL poderia reduzir a disparidade com os outros mé-
todos de desacoplamento, resultando em um desempenho
mais consistente. Vale ressaltar, que as figuras utilizadas e
a resposta temporal do sistema para o caso sem incertezas
pode ser observado em mais detalhes no link.
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5. CONCLUSÃO

Este trabalho apresentou uma alternativa inovadora para
o desacoplamento de malhas em sistemas multivariáveis,
utilizando um algoritmo evolutivo participativo para es-
timar sinais de compensação. Esses sinais são adiciona-
dos aos dos controladores, promovendo o desacoplamento
das sáıdas em relação às entradas. A técnica não requer
o conhecimento completo da matriz de transferência do
sistema, baseando-se apenas nos valores nominais das fun-
ções de transferência da diagonal. O desacoplamento por
aprendizado se destaca por sua capacidade de adaptação
em tempo real, permitindo à malha de controle se ajustar
a alterações paramétricas ou de estrutura na dinâmica
do sistema. A metodologia foi comparada com técnicas
anaĺıticas usuais em um modelo com 4 entradas e 4 sáıdas.
Os testes com incertezas paramétricas e de estrutura de-
mostraram a superioridade da abordagem proposta. Para a
continuidade do trabalho, propõem-se testes experimentais
para avaliar o comportamento da técnica em processos re-
ais, além de aprofundar o estudo do ePL para o tratamento
de sistemas com zeros de fase não-mı́nima e atrasos puros
de tempo.

REFERÊNCIAS

Aguiar, A.P.V.d.A., Longhi, L.G.S., Acioli J., G., Zani,
A., and Barros, P.R. (2023). Inverted decoupling PID
control applied to the reactors of a diesel hydrotreating
unit. Journal of Control, Automation and Electrical
Systems, 34(2), 315–323.
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