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Abstract: This study explores solar irradiation forecasting by integrating feature selection techniques with 

genetic algorithms. Meteorological data from Fortaleza is employed for training and evaluation. Various 

machine learning algorithms, including support vector regression, k-nearest neighbors, random forest, 

adaptive boosting, gradient boosting trees, and extreme gradient boosting trees, are utilized to predict solar 

irradiation. Performance evaluation metrics such as MAE, RMSE, MAPE, and R² are employed to assess 

model performance. The results demonstrate the effectiveness of the genetic algorithm in selecting model 

inputs, highlighting Extreme Gradient Boosting as the most effective across various forecast horizons. 

Resumo: Este estudo explora a previsão da irradiação solar integrando técnicas de seleção de 

características com algoritmos genéticos. Dados meteorológicos de Fortaleza são utilizados para 

treinamento e avaliação. Vários algoritmos de aprendizado de máquina, incluindo regressão de vetores de 

suporte, k-vizinhos mais próximos, floresta aleatória, adaptive boosting, gradient boosting trees e extreme 

gradient boosting trees, são utilizados para prever a irradiação solar. Medidas de desempenho como MAE, 

RMSE, MAPE e R², são empregadas para avaliar o desempenho dos modelos. Os resultados demonstram 

a eficácia do algoritmo genético na seleção de entradas do modelo, destacando o Extreme Gradient 

Boosting como o mais eficaz em vários horizontes de previsão. 
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1. INTRODUÇÃO 

Nos últimos anos, a busca por fontes de energia renovável tem 

se intensificado devido à necessidade de mitigar os efeitos das 

mudanças climáticas. Nesse contexto, a energia solar emergiu 

como uma das principais alternativas sustentáveis para atender 

à crescente demanda por eletricidade (Hassan et al. 2024). No 

entanto, a natureza intermitente e dependente das condições 

climáticas da energia solar apresenta desafios significativos 

para a integração eficaz nas redes elétricas existentes (Tercha 

et al. 2024). 

A previsão da irradiação solar tornou-se, portanto, crucial para 

maximizar o aproveitamento da energia solar e garantir a 

estabilidade operacional das redes elétricas. A capacidade de 

prever com precisão a disponibilidade de energia solar permite 

uma melhor gestão da demanda, otimização do planejamento 

energético e redução dos custos operacionais. 

Tradicionalmente, métodos estatísticos e modelos físicos 

foram utilizados para previsão de irradiação solar. No entanto, 

esses métodos podem ser limitados em lidar com a 

complexidade dos padrões climáticos e as interações 

dinâmicas entre variáveis ambientais (Alazemi, Darwish e 

Radi 2024). O desenvolvimento de métodos avançados de 

previsão, especialmente usando técnicas de aprendizado de 

máquina (AM), é essencial para fornecer insights confiáveis 

sobre padrões futuros de irradiação, contribuindo assim para a 

estabilidade e eficiência das redes inteligentes (Allal et al. 

2024). Foram encontrados mais de 400 artigos na base de 

dados reportada do Scopus sobre a abordagem de AM para 

previsão da irradiação solar (Demir e Citakoglu 2023). 

Os autores Sammar et al. (2024) oferecem uma visão geral das 

diversas técnicas e algoritmos de AM usados para prever a 

irradiação solar e destacam os avanços em curso para 

aprimorar sua precisão. Apesar do desempenho promissor dos 

métodos de AM, ainda há várias lacunas na literatura. Muitos 

estudos se concentram apenas na utilização de variáveis 

endógenas. Por exemplo, Jallal et al. (2020) desenvolveram 

um modelo baseado em Redes Neurais Artificiais (RNA) 

utilizando dados históricos para prever a série temporal da 

irradiação solar global no Marrocos. No entanto, variáveis 

exógenas (séries temporais que abrangem o mesmo período 

que a série prevista) podem fornecer informações valiosas. 

Gupta et al. (2024) e estudos recentes destacam a importância 

de incluir variáveis meteorológicas, como temperatura, 

umidade, velocidade do vento e pressão atmosférica, que têm 

uma correlação significativa com a irradiação solar (Olcay, 

Tunca and Özgür 2024). Acikgoz (2022) ressalta a importância 

de usar técnicas de seleção de características para escolher as 

variáveis meteorológicas que podem melhorar a precisão das 

previsões solares.  

Além disso, a seleção das observações passadas das variáveis   

também desempenha um papel crucial na eficácia dos modelos 

de previsão, porém, é frequentemente subestimada (Surakhi et 

al. 2021). Cada variável pode ter um efeito temporal diferente 
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sobre a irradiação solar. Assim, a seleção apropriada do 

número de atrasos é um passo importante para treinar modelos 

de previsão. Um valor excessivamente grande pode conter 

informações irrelevantes e levar ao overfitting, enquanto um 

valor muito pequeno pode perder padrões e dependências de 

longo prazo. Várias abordagens e heurísticas foram 

desenvolvidas para resolver essa tarefa. Entretanto, não há 

consenso sobre qual é a melhor abordagem, especialmente 

para modelos que usam várias séries temporais (Leites, 

Cerqueira and Soares 2024). Poucos estudos investigam a 

utilização de algoritmos genéticos (AG) para otimizar a 

seleção de atrasos das variáveis, apesar de sua eficácia em 

explorar espaços de soluções complexos. 

Neste trabalho, propõe-se o uso de algoritmos de AM para 

previsão da irradiação solar, empregando diversas técnicas de 

seleção de características para identificar as variáveis mais 

relevantes. Além disso, utiliza-se o AG para determinar os 

atrasos mais significativos das variáveis, reconhecido por sua 

eficácia em explorar extensivamente o espaço de soluções. Os 

dados utilizados referem-se à cidade de Fortaleza, localizada 

na região Nordeste do Brasil, famosa por seu vasto potencial 

em energia solar, o que contribui para a maximização do 

aproveitamento desse recurso renovável. Com a combinação 

de técnicas avançadas e uma abordagem inovadora na seleção 

de atrasos, este trabalho busca não apenas preencher as lacunas 

existentes, mas também contribuir significativamente para o 

avanço das tecnologias sustentáveis. 

2. MACHINE LEARNING 

A abordagem de AM utiliza algoritmos baseados em dados 

para encontrar relações não lineares entre entradas e saídas. 

Este trabalho implementa técnicas de seleção de características 

e o AG nos seguintes algoritmos: Regressão de Vetores de 

Suporte, k-Vizinhos mais Próximos, Floresta Aleatória, 

Adaptive Boosting, Gradient Boosting Trees e Extreme 

Gradient Boosting Trees. A implementação dos algoritmos é 

realizada utilizando a biblioteca Scikit-learn em Python, no 

ambiente interativo Jupyter Notebook (C Müller 2017). 

2.1  Regressão de Vetores de Suporte  

A Regressão de Vetores de Suporte (de Support Vector 

Regression – SVR, em inglês) é uma extensão do algoritmo de 

Máquina de Vetores de Suporte (Support Vector Machine - 

SVM, em inglês) aplicado a problemas de regressão. Foi 

introduzido por Cortes e Vapnik (1995). Os modelos de 

regressão tradicionais têm como objetivo minimizar a soma do 

quadrado dos erros entre os valores previstos e os valores reais. 

Já o SVR visa ajustar a linha de regressão em torno de uma 

margem, enquanto minimiza o erro de predição. 

2.2  k-Vizinhos mais Próximos 

O algoritmo K-Vizinhos Mais Próximos (de k-Nearest 

Neighbors - kNN, em inglês) foi introduzido por Fix e Hodges 

(1989), e é amplamente utilizado para regressão. O kNN prevê 

o valor de um ponto de dados como a média dos valores dos k 

pontos de dados mais próximos no espaço de características. 

Este método é conhecido por sua simplicidade, mas a escolha 

adequada do parâmetro k é crucial para garantir a precisão do 

modelo. 

2.3  Floresta Aleatória 

O algoritmo Floresta Aleatória (de Random Forest – RF, em 

inglês) é uma técnica de AM baseada em um método de 

conjunto introduzido por Breiman (2001). Consiste em um 

conjunto de árvores de decisão individuais, onde cada árvore é 

treinada usando um subconjunto aleatório diferente do 

conjunto de treinamento. A previsão de uma árvore de 

regressão é dada pela média do valor de saída dos dados de 

treinamento que chegam ao nó folha, e a previsão de um 

regressor de RF é obtida pela média das previsões das árvores 

de regressão individuais. 

2.4 Adaptive Boosting  

O método Adaptive Boosting (AdaBoost) é um algoritmo de 

AM proposto por Freund and Schapire (1997) que combina 

sequencialmente múltiplos "modelos fracos" para formar um 

modelo mais robusto. Cada modelo é treinado com base no 

mesmo conjunto de dados, com pesos diferentes atribuídos a 

cada um com base em sua precisão. Embora seja amplamente 

utilizado e eficaz em muitos casos, o AdaBoost é sensível a 

ruídos e outliers nos dados. 

2.5 Gradient Boosting e Extreme Gradient Boosting Trees 

Os algoritmos Gradient Boosting Trees (GBT) e Extreme 

Gradient Boosting Trees (XGBT) são modelos de conjunto de 

árvores de decisão usados para classificação e regressão 

propostos por Friedman (2001) e por Chen e Guestrin (2016), 

respectivamente. Enquanto o GBT ajusta parâmetros para 

minimizar a diferença entre os valores reais e previstos, o 

XGBT é uma versão aprimorada que utiliza informações de 

segunda derivada da função de perda para obter um melhor 

desempenho, especialmente com computação paralela.  

3. METODOLOGIA PROPOSTA 

Esta seção apresenta a metodologia proposta para previsão da 

irradiação solar, com o objetivo de otimizar a energia 

renovável e melhorar a eficiência dos sistemas de geração 

solar. Os dados são coletados da estação meteorológica da 

cidade de Fortaleza, localizada na região Nordeste do Brasil, e 

são submetidos a um processo abrangente de pré-

processamento que inclui imputação de valores ausentes, 

remoção de valores atípicos e normalização. Posteriormente, 

os dados são divididos em conjuntos de treinamento, validação 

e teste para avaliar o desempenho dos modelos propostos. Em 

seguida, as variáveis mais significativas são selecionadas 

usando um método de seleção de características que combina 

o coeficiente de correlação de Pearson, Random Forest, Relief 

e Mutual Information (MI). Uma vez selecionadas as variáveis 

mais significativas, os valores de atraso são explorados e os 

mais relevantes para cada variável são selecionados usando o 

algoritmo AG. Diversos algoritmos de AM são utilizados para 

previsão da irradiação solar. A avaliação do desempenho é 

feita com medidas como MAE, RMSE, MAPE e R2. A 

metodologia proposta é apresentada na Fig. 1.  
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Fig. 1 Metodologia Proposta. 

3.1 Descrição dos Dados 

As simulações são realizadas utilizando dados reais coletados 

no site do Instituto Nacional de Meteorologia do Brasil 

(INMET 2024). Os dados são da cidade de Fortaleza, situada 

na região Nordeste do Brasil (3°48'57.0"S 38°32'16.0"W). O 

período abrangido pelo banco de dados é de 01-01-2009 a 21-

02-2024 em intervalos de amostragem de 1 hora. A Tabela 1 

apresenta todas as variáveis do banco de dados. Apenas 

amostras diurnas são consideradas nas séries temporais, 

abrangendo o período das 7h às 17h. 

Tabela 1.  Base de dados disponível 

Dados Abrev. Unid. Média 

Hora, Dia, Mês, Ano 
Hr, D, 

M, Y 
- - 

Irradiação solar global R MJ/m2 1,52 

Velocidade do vento Ws m/s 2,48 

Rajada máxima de vento Wg m/s 6,44 

Direção do vento Wd ° 120,96 

Temp. bulbo seco T °C 27,26 

Temp. máx.  Tmax °C 27,74 

Temp. mín.  Tmin °C 26,80 

Temp. ponto de orvalho Td °C 21,60 

Temp. máx. ponto de orvalho Td
max °C 22,02 

Temp. min. ponto de orvalho Td
min °C 21,19 

Precipitação total P mm 0,03 

Pressão atmosférica A mb 1009,35 

Pressão atmosférica máx. Amax mb 1009,61 

Pressão atmosférica mín. Amin mb 1009,10 

Umidade relativa H % 71,95 

Umidade relativa máx.  Hmax % 74,29 

Umidade relativa mín.  Hmin % 69,53 

3.2 Pré-processamento 

Os valores ausentes e outliers são substituídos usando 

interpolação linear, e aplica-se a normalização de dados 

usando min-max para escalar os dados no intervalo de [0, 1]. 

O conjunto de dados é dividido em um conjunto de 

treinamento, validação e teste, com uma divisão de 70%-10%-

20% respectivamente. Em seguida, é realizada uma análise de 

correlação de Pearson (Han, Kamber e Pei 2011). A Fig. 2 

mostra a matriz de correlação entre as variáveis de entrada. Há 

uma alta correlação linear entre as variáveis e seus valores 

mínimos e máximos. Portanto, as seguintes variáveis são 

removidas do conjunto de entradas: pressão atmosférica 

máxima e mínima, temperatura máxima e mínima, 

temperatura de ponto de orvalho máxima e mínima, e umidade 

relativa máxima e mínima. 

Fig. 2 Matriz de Correlação de Pearson. 

3.3 Seleção de Características 

A seleção de características desempenha um papel 

fundamental na melhoria do desempenho preditivo dos 

algoritmos de AM, ao reduzir a dimensionalidade dos dados e 

a complexidade do modelo. Os algoritmos empregados para 

selecionar as variáveis de entrada dos modelos de previsão 

foram: MI, RF e Relief. Já os atrasos foram selecionados 

utilizado o AG.  

3.3.1 Seleção de Variáveis  

Os algoritmos MI, RF e Relief atribuem uma importância a 

cada conjunto de entradas utilizado. Esses valores são 

normalizados e a importância final das variáveis é calculada 

por meio da média dos valores atribuídos pelos três algoritmos. 

O limiar entre as variáveis selecionadas e descartadas é 

determinado empiricamente, utilizando o conjunto de 

treinamento e validação e as medidas de desempenho como se 

mostra na Fig. 3. 

Fig. 3 Avaliação de Conjunto de Variáveis. 
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3.3.2 Seleção de Atrasos 

O AG é empregado para selecionar os atrasos de cada variável 

dentro da faixa considerada de 1h a 72h (Xt-1 ... Xt-72). O AG é 

uma técnica de otimização baseada em populações e 

heurísticas que simulam o processo de evolução natural 

introduzido por Holland (1992).  

O AG opera através de várias etapas-chave como mostra a Fig. 

4. Primeiro faz-se a inicialização de uma população de 

soluções representadas por cromossomos, e em seguida faz-se 

a avaliação dessas soluções por meio de uma função de 

aptidão. Ocorre então a seleção dos indivíduos mais aptos para 

reprodução e aplicação de operadores genéticos como 

cruzamento e mutação para gerar novas soluções. No processo 

de reprodução, o cruzamento combina características de 

cromossomos selecionados, enquanto a mutação introduz 

pequenas alterações aleatórias para explorar novas áreas do 

espaço de busca. Esse ciclo de seleção, reprodução e 

modificação continua até que uma solução satisfatória seja 

alcançada. A Tabela 2 apresenta os parâmetros do AG 

utilizados. 

 

Fig. 4 Estrutura do AG. 

Tabela 2.  Parâmetros do AG  

Parâmetro Valor  

Tamanho da população inicial 20 

Número de gerações 15 

Probabilidade de cruzamento  0,5 

Probabilidade de mutação 0,2 

Tamanho do torneio 3 

 

A Equação (1) define a função de aptidão Fapt utilizada. 

𝐹𝑎𝑝𝑡  =  𝑤𝑀𝐴𝐸  ∗  𝑀𝐴𝐸 + 𝑤𝑅𝑀𝑆𝐸  ∗  𝑅𝑀𝑆𝐸 + . . . 

    + 𝑤𝑀𝐴𝑃𝐸  ∗  𝑀𝐴𝑃𝐸 +  𝑤𝑅2  ∗  (1 −  𝑅^2) 

(1) 

Onde: MAE, RMSE, MAPE e R2 são os valores das medidas de 

desempenho obtidos para a solução avaliada e 𝒘𝑴𝑨𝑬, 𝒘𝑹𝑴𝑺𝑬, 

𝒘𝑴𝑨𝑷𝑬 e 𝒘𝑹𝟐 representam os pesos associados a cada medida, 

e é atribuído o valor de 1 para cada um deles inicializando os 

pesos de maneira igualitária ou balanceada. Isso significa que 

inicialmente cada medida de desempenho contribui de forma 

igual para a função de aptidão, sem favorecer ou desfavorecer 

nenhuma métrica em particular. 

A Fig. 5 mostra a evolução da função de aptidão de uma 

população ao longo das gerações, com seu valor médio e o 

melhor valor encontrado. Nota-se que o melhor valor da 

função de aptidão exibe uma tendência a melhorar com o 

passar do tempo, enquanto o valor médio da função de aptidão 

mostra uma melhoria inicial e depois permanece relativamente 

constante, embora com variações menores. A Tabela 3 

apresenta o conjunto de dados final com as características 

selecionadas e seus respectivos atrasos.  

 

Fig. 5 Evolução do AG ao longo das Gerações. 

Tabela 3.  Conjunto de características selecionado  

Variável Atrasos 

R t−1, t−2, t−3, t−23, t−24, t−25, t−47, t−48, t-72 

T t−1, t−2, t−23, t−24, t−25, t−48, t−72 

Ws t−1, t−2, t−24, t−48 

Wg t−1, t−2, t−24, t−48 

H t−1, t−2, t−24, t-48 

Td t−1, t−2, t−24, t-48 

Wd t−1, t−2 

P t−1, t−2 

3.4 Otimização de Hiper parâmetros 

Os hiper parâmetros adotados são selecionados usando a 

técnica GridSearchCV da biblioteca Scikit-learn (Agrawal 

2021). Neste método, uma grade de valores de hiper 

parâmetros importantes é passada e o modelo é avaliado para 

cada combinação. O conjunto de hiper parâmetros que fornece 

maior precisão é considerado o melhor. Os hiper parâmetros 

selecionados são apresentados na Tabela 4. 

Tabela 4.  Hiper parâmetros selecionados  

Algoritmo Hiper parâmetros  

SVR C = 10, Epsilon = 0,01, Gamma = ‘scale’ 

kNN N_neighbors = 25, Weights = ‘distance’ 

RF 
Max_depth = 14, Min_samples_split = 10, 

N_estimators = 700 

AdaBoost Learning_rate = 0,3, N_estimators = 20 

GBT 
Learning_rate = 0,1, Max_depth = 6, 

N_estimators = 140 

XGBT 
Learning_rate = 0,1, Max_depth = 6, 

N_estimators = 140 
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3.5 Medidas de Desempenho 

Neste trabalho, o desempenho dos algoritmos é avaliado 

utilizando o erro médio absoluto (MAE), o erro percentual 

médio absoluto (MAPE), o erro quadrático médio (RMSE) e o 

coeficiente de determinação (R2). Essas medidas são avaliadas 

conforme as equações (2)-(5). Quanto menor o erro, melhor a 

previsão, e um R2 igual a 1 indica que o modelo funciona 

perfeitamente em a dados não observados. Pi é o valor 

previsto, Oi é o valor observado e n é o número de amostras. 

𝑀𝐴𝐸 =
1

𝑛
∑ |𝑃𝑖 − 𝑂𝑖|𝑛

𝑖=1                                               (2) 

𝑀𝐴𝑃𝐸 =
1

𝑛
∑ |

𝑃𝑖−𝑂𝑖

𝑂𝑖
|𝑛

𝑖=1 × 100                       (3) 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑ (𝑃𝑖 − 𝑂𝑖)2𝑛

𝑖=1                        (4) 

𝑅2 = 1 −
∑ (𝑃𝑖−𝑂𝑖)2𝑛

𝑖=1

∑ (𝑃𝑖−𝑂̅𝑖)2𝑛
𝑖=1

, 𝑂̅𝑖 = ∑ 𝑃𝑖
𝑛−1
𝑖=0                       (5) 

4. RESULTADOS E DISCUSSÃO 

4.1 Precisão dos Regressores  

A precisão da previsão de todos os algoritmos é avaliada 

individualmente utilizando o conjunto de dados de teste, cujos 

resultados são apresentados na Tabela 5. Nota-se que o XGBT 

teve desempenho superior aos outros algoritmos em todas as 

métricas. Já o AdaBoost apresentou o pior desempenho. 

Tabela 5.  Hiper parâmetros selecionados  

Algoritmo MAE RMSE MAPE R2 

AdaBoost 0,240 0,319 17,397 0,835 

kNN 0,215 0,306 15,356 0,849 

SVR 0,184 0,268 13,112 0,884 

RF 0,183 0,267 13,022 0,885 

GBT 0,183 0,266 13,008 0,885 

XGBT 0,181 0,266 12,939 0,885 

 

A Fig. 6 apresenta o histograma do erro de previsão absoluto 

obtido com o melhor e pior modelo, XGBT e AdaBoost 

respectivamente.  

Fig. 6 Histograma dos Erros absolutos.  

No XGBT, o pico da distribuição de erro está centrado em 

torno de zero de forma mais acentuada, indicando pequenos 

erros na maioria das previsões. Já no AdaBoost a distribuição 

de erro está mais dispersa, indicando maiores erros de 

previsão. 

Uma técnica comum para visualizar a precisão das previsões é 

através do uso de gráficos de dispersão, que permitem 

comparar as previsões feitas pelo modelo com os valores reais. 

A Fig. 7 apresenta um gráfico de dispersão que compara os 

valores observados com as previsões feitas pelo modelo 

XGBT. Cada ponto no gráfico representa uma observação no 

conjunto de dados de teste. Os valores observados são plotados 

no eixo x, enquanto as previsões feitas pelo modelo são 

plotadas no eixo y. A Fig. 8 ilustra a curva de aprendizado do 

modelo XGBT, essencial para compreender sua adaptação a 

conjuntos de dados de treinamento de diferentes tamanhos. 

Fig. 7 Gráfico de Dispersão: Valores Observados vs. Previsões 

XGBT. 

Observa-se que a maioria dos pontos se alinha diagonalmente 

ao longo da linha de identidade, indicando que as previsões do 

modelo estão em geral em concordância com os valores reais. 

Fig. 8 Curva de Aprendizado do modelo XGBT. 

Observa-se que, à medida que mais dados são utilizados, tanto 

o Erro Absoluto Médio de Treinamento quanto o de Validação 

diminuem, indicando um ajuste progressivo do modelo aos 

dados de treinamento e uma boa capacidade de generalização 

para dados não vistos. As áreas sombreadas ao redor das linhas 

indicam a variabilidade dos resultados, enquanto os desvios 

padrão são relativamente pequenos, sugerindo que as 

estimativas médias são estáveis ao longo das diferentes 

divisões dos dados, o que destaca a confiabilidade do modelo. 
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4.2 Diferentes Horizontes de Previsão 

O modelo com melhor desempenho, XGBT, foi avaliado para 

diferentes horizontes de previsão, desde 1h a 12h a frente. A 

Fig. 9 apresenta os resultados. Como esperado, os erros de 

previsão aumentam à medida que o horizonte de previsão se 

torna maior, e o coeficiente de determinação diminui. Nota-se 

que os índices de desempenho variam de forma mais 

significativa para a janela de previsão de até 3 horas, e a partir 

de 6h as previsões não se deterioram, o que é positivo.  

 Fig. 9 Medidas para diferentes horizontes de previsão usando 

XGBT (a) MAE (b) RMSE (c) MAPE (d) R2. 

5. CONCLUSÕES 

Este trabalho apresentou o uso de algoritmos de AM para 

previsão da irradiação solar, visando otimizar a energia 

renovável e a eficiência dos sistemas de geração solar. Vários 

algoritmos de aprendizado de máquina são testados, incluindo 

SVR, kNN, RF, AdaBoost, GBT e XGBT. Entre eles, o XGBT 

se destaca como o mais eficaz em termos de precisão de 

previsão com medidas de desempenho 0,181 MAE, 0,266 

RMSE, 12,939 MAPE e 0,885 R2. Além disso, a metodologia 

incorpora o uso do AG para a seleção de características e 

atrasos mais relevantes, destacando sua contribuição para a 

robustez e adaptabilidade do modelo proposto. A curva de 

aprendizado do modelo XGBT demonstra uma boa adaptação 

e capacidade de generalização. Ao analisar diferentes 

horizontes de previsão, observa-se que o erro de previsão 

aumenta de forma mais acentuada para horizontes mais curtos, 

com janela de até 3 horas, e para horizontes maiores, a partir 

de 6h, o erro de previsão não aumenta significativamente. 
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