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Abstract: This paper investigates the impact of incorporating global horizontal irradiance (GHI) 

forecasting and transfer learning in photovoltaic (PV) power generation prediction using a long short-term 

memory (LSTM) recurrent neural network. Real data from two photovoltaic plants in distinct locations 

were used, including one in a region with high climate variability. The study evaluates the effect of using 

historical PV generation data with and without GHI forecasting as inputs to the LSTM model. Additionally, 

a transfer learning approach was proposed to adapt the model from one plant to another, enabling its 

application in different locations without requiring historical generation data for training. The method was 

also tested in real-time operation over twelve days. The results demonstrate that integrating GHI forecasting 

significantly enhances prediction accuracy, while the transfer learning strategy is promising, allowing the 

model to be applied to a different plant without needing its historical PV generation data. 

Resumo: Este artigo investiga o impacto da incorporação da previsão da irradiância global horizontal 

(GHI) e da transferência de aprendizado na previsão da geração fotovoltaica (potência) utilizando uma rede 

neural recorrente com memória de longo e curto prazo (LSTM). Foram utilizados dados reais de duas 

usinas fotovoltaicas de localizações diferentes, sendo uma em região de maior instabilidade climática. O 

estudo avalia o efeito do uso de dados históricos de geração fotovoltaica com e sem a previsão do GHI 

como entradas para o modelo LSTM. Além disso, foi proposta uma abordagem de transferência de 

aprendizado para adaptar o modelo de uma usina fotovoltaica para outra, possibilitando sua aplicação em 

diferentes localizações sem a necessidade de dados histórico de geração para o treinamento. Também foi 

testado a aplicação do método em tempo real durante doze dias. Os resultados mostraram que a utilização 

da previsão do GHI melhorou significativamente a acurácia da previsão, enquanto que o método de 

transferência de aprendizado mostrou-se promissor e permitiu a utilização do modelo em uma usina 

diferente sem precisar de seus dados históricos de geração fotovoltaica. 
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

1. INTRODUÇÃO 

A previsão de geração (potência) fotovoltaica (PV) vem 

recebendo maior interesse nos últimos anos, uma vez que 

tarefas como os sistemas de gerenciamento de energia (EMS), 

a otimização do armazenamento de energia e o controle de 

cargas dinâmicas dependem dessa previsão para funcionarem 

corretamente. Além disso, devido às incertezas climáticas, 

torna-se importante maiores pesquisas para garantir a acurácia 

da previsão da geração PV (Brester et al., 2023; Nespoli et al., 

2019). 

A previsão de geração PV pode ser classificada de acordo com 

o método utilizado: método baseado em dados de séries 

temporais, método baseado em dados físicos (medições 

meteorológicas, por exemplo) e métodos híbridos, que 

combina ambos. Outra classificação possível é de acordo com 

o período de tempo previsto: longo prazo (1 a 10 anos), médio 

prazo (1 mês a 1 ano), curto prazo (1 hora a 1 semana) e muito 

curto prazo (1 minuto a poucos minutos) (Nespoli et al., 2019). 

Diversas técnicas têm sido utilizadas para a previsão de 

geração FV, principalmente as de machine learning (ML), 

como as apresentadas a seguir. Em Lim et al. (2022) foi 

utilizada a combinação de Convolutional Neural Network 

(CNN) e Long-Short Term Memory (LSTM) para realizar a 

previsão de geração PV, no entanto, a metodologia 

apresentada é dependente de dados históricos de geração, 

necessitando de ser treinada novamente com novos dados 

históricos caso seja aplicada em outra usina. Em Stoyanov e 

Draganovsk (2021) foi utilizada uma Rede Neural Artificial 

tradicional (perceptron de multi camadas - MLP), porém 

também é modelada para uma usina específica com dados 

históricos de irradiância e potência, sendo de difícil 

generalização para usinas com menos ou nenhum dado 



 

 

     

 

armazenado. Outros modelos também utilizados são o Support 

Vector Machine (SVM) e Random Florest em Nguyen et al. 

(2021), mas também, dependente de dados históricos de 

geração FV e dados climáticos, que por sua vez, foram 

coletados de estação meteorológica, o que não está sempre 

disponível em todas as usinas FV. Em Ahn e Park (2021) foi 

utilizada uma Recurrent Neural Network (RNN) para a 

previsão de curto prazo, no entanto, foi utilizada uma usina 

experimental de 10 painéis FV e sensores instalados para 

captar dados climáticos, gerando dependência com a 

existência de sensores e suas precisões, o que pode se tornar 

uma fonte de erros. Em Cortez et al. (2024b), foi proposta a 

metodologia Fuzzy Ensemble Algorithm (FEA), que combina 

Fuzzy C-means, modelos especialistas LSTM e clusterização 

para aprimorar a previsão de geração PV, mas assim como os 

outros trabalhos citados também é de difícil generalização para 

outras usinas devido à necessidade de dados de geração FV. 

Embora diversos trabalhos têm sido desenvolvidos para a 

previsão de geração PV, ainda há espaço para melhores 

acurácias na previsão e também para situações específicas, 

como é o caso de usinas fotovoltaicas localizadas em regiões 

alta instabilidade climática, que dificulta a previsão. Além 

disso, ainda carece-se de métodos que sejam facilmente 

adaptáveis para diferentes usinas fotovoltaicas a partir de um 

modelo base já treinado (Mohamad Radzi et al., 2023). 

Com isso, neste trabalho é apresentado um método de previsão 

de geração PV (potência) baseado na utilização de uma rede 

neural recorrente do tipo LSTM, com dados históricos de 

geração fotovoltaica e dados de previsão da irradiância 

coletada em base de dados gratuita online, que permitiu a 

melhoria na acurácia do método para a previsão da geração PV 

em uma região de serra, na cidade de Poços de Caldas, MG. 

Propõe-se também a utilização da transferência de 

aprendizado para utilizar o modelo em uma usina fotovoltaica 

de outra região. A metodologia proposta pode ser utilizada, 

posteriormente, em estudos de operação da rede elétrica. 

Este trabalho está dividido da seguinte forma: na seção 2 é feita 

uma breve apresentação da rede LSTM, na seção 3 é 

apresentada a base de dados e metodologia desenvolvida, na 

seção 4 são expostos os resultados obtidos e as respectivas 

discussões e, na seção 5, são apresentadas as conclusões 

obtidas. 

2. REDE LSTM 

A rede LSTM foi inicialmente implementada por 

Schmidhuber et al. (1997), sendo uma importante ferramenta 

para as tarefas de previsão, uma vez que conseguem utilizar 

memórias de curto e longo prazo, superando o problema de 

dissipação e saturação do gradiente (vanishing and exploding 

problems) das RNN (Ahn e Park, 2021).  

A arquitetura de uma unidade básica de uma rede LSTM, que 

é ilustrada na Figura 1, pode ser dividida em três portas 

principais: de esquecimento (ou forget gate, 𝑓𝑡, de entrada (ou 

input gate, 𝑖𝑡) e de saída (ou output gate, 𝑜𝑡). Os valores dessas 

variáveis podem ser calculados da seguinte forma (Cortez et 

al., 2024a): 

 𝑓𝑡 = 𝜎(𝑊𝑓 ∙ 𝑥𝑡 + 𝑈𝑓 ∙ ℎ𝑡−1 + 𝑏𝑓),                  (1) 

𝑖𝑡 = 𝜎(𝑊𝑖 ∙ 𝑥𝑡 + 𝑈𝑖 ∙ ℎ𝑡−1 + 𝑏𝑖),                   (2) 

𝑜𝑡 = 𝜎(𝑊𝑜 ∙ 𝑥𝑡 + 𝑈𝑜 ∙ ℎ𝑡−1 + 𝑏𝑜),                  (3) 

em que 𝑊𝑓, 𝑊𝑖 , 𝑊𝑜 representam as matrizes de pesos de cada 

porta que multiplicam a entrada 𝑥𝑡; 𝑈𝑓, 𝑈𝑖 , 𝑈𝑜 representam as 

matrizes de pesos que multiplicam o estado anterior (ℎ𝑡−1); 

𝑏𝑓, 𝑏𝑖 , 𝑏𝑜 são os bias somados a cada porta.   

Os estados candidatos a serem memorizados (𝑆𝑡), são 

determinados da seguinte forma: 

𝑆𝑡 = 𝑡𝑎𝑛ℎ(𝑊𝑐 ∙ 𝑥𝑡 + 𝑈𝑐 ∙ ℎ𝑡−1 + 𝑏𝑐),              (4) 

em que 𝑊𝑐 são os pesos que serão multiplicados pela entrada 

𝑥𝑡; 𝑈𝑐 são os pesos que serão multiplicados pelo estado 

anterior e 𝑏𝑐 é o baias que será somado. 

A célula de estado (𝐶𝑡) será determinada por: 

𝐶𝑡 = 𝑖𝑡 ⨀ 𝑆𝑡 + 𝑓𝑡 ⨀ 𝐶𝑡−1,                         (5) 

e a saída da unidade da LSTM, também chamada de estados 

escondidos (ℎ𝑡), são calculados por: 

ℎ𝑡 = 𝑜𝑡 ⨀ 𝑡𝑎𝑛ℎ (𝐶𝑡),                            (6) 

em que 𝐶𝑡−1 é o estado anterior e o operador ⨀ representa a 

multiplicação ponto-a-ponto. 

Os blocos “sigmoid” e “tanh” representam as funções de 

ativação sigmoide e tangente hiperbólica respectivamente. 

 

Figura 1. LSTM: arquitetura da unidade básica. Fonte: 

adaptado de Cortez et al. (2024b). 

3. BASES DE DADOS E METODOLOGIA 

3.1  Bases de Dados 

A usina fotovoltaica utilizada para coletar os dados para este 

trabalho possui 9,9 kWp e está situada na cidade de Poços de 

Caldas, MG. Trata-se de uma cidade localizada a 1286 m de 

altitude, rodeada por serras, o que pode gerar variações 

climáticas e elevados índices pluviométricos de outubro a 

março (Sardinha et al., 2016). Tais características dificultam a 

tarefa de previsão de geração PV, fazendo com que a acurácia 

seja pior e necessite de métodos de previsão mais eficientes. 

Foram coletados dados medidos de potência de saída da usina 

entre 05/10/2021 e 27/02/2024, totalizando 800 dias de dados 

disponíveis. Desses, 339 foram utilizados no treinamento 

(05/10/2021 a 30/09/2022), 141 para validação (01/10/2022 a 

27/02/2023) e 319 para teste (28/02/2023 a 27/02/2024). Essa 

divisão foi feita para que tanto o treinamento quanto o teste 



 

 

     

 

tivessem aproximadamente 1 ano de dados para cobrir todas as 

estações do ano. 

Foram também utilizados dados de outra usina fotovoltaica, 

localizada no campus da UNICAMP, em Campinas, SP, com 

336 kWp. Essa outra usina foi utilizada para testar o 

comportamento do método proposto em outras localidades, 

fora de regiões serranas. As datas utilizadas para treinamento, 

validação e teste foram as mesma da usina de Poços de Caldas. 

Além disso, foram também utilizados dados de previsão 

meteorológica de irradiância horizontal global (GHI – global 

horizontal irradiance) para realizar a previsão de geração PV. 

Esses dados foram retirados de Open-Meteo (2024), um site de 

previsões meteorológicas, que também disponibiliza o 

histórico das previsões com acesso gratuito. 

Todos os dados (PV e GHI) possuem resolução de 15 minutos. 

3.2  Metodologia 

Neste trabalho é proposta a previsão de geração PV das 

próximas 24 horas com base na geração fotovoltaica dos três 

dias anteriores e também na previsão de GHI do próximo dia, 

que alimentam uma rede LSTM treinada para realizar a 

previsão.  

O método proposto foi implementado em Python e utiliza as 

bibliotecas Pandas para o processamento dos dados e Tensor 

Flow para treinamento da LSTM. 

Inicialmente foi realizado um pré-processamento dos dados de 

potência da usina de Poços de Caldas, de tal forma que se 

garantisse que não houvessem dias com dados faltantes ou 

outliers. Dados faltantes foram tratados de forma que, faltando 

mais de cinco dados em sequência o dia de medição era 

descartado, caso contrário eram preenchidos com valores 

médios dos dados antes e depois dos faltantes (interpolação). 

Dados atípicos foram considerados como outliers quando o 

valor de potência caiu para muito próximo de zero e 15 

minutos depois voltou a valores próximos do que era 

anteriormente, ou então se fossem encontrados picos de 

potência que não condiziam com valores esperados para 

aquele horário, levando-se em consideração também a medida 

de GHI para aquele dia. Valores de potência acima da 

capacidade máxima para o intervalo de medição de 15 minutos 

para usina (2,5 kW) também foram considerados como 

inconsistentes e substituídos pela interpolação entres seus 

valores anterior e posterior.  

Os dados foram separados entre 5:00 e 19:00 horas, em 

intervalos de 15 minutos, totalizando 57 medições por dia. 

Além disso, foram normalizados entre 0 e 1 e organizados em 

conjuntos de janelas deslizantes de três dias cada, de tal forma 

que para prever a geração do próximo dia fossem utilizadas as 

gerações dos três dias anteriores. 

Além dos dados de geração fotovoltaica, também foram 

utilizados dados de previsão do GHI, que foram retirados do 

site Open-Meteo e organizados também entre 5:00 e 19:00 

horas, com resolução de 15 minutos. Após alguns testes, 

verificou-se que a utilização da média diária de previsão do 

GHI gerava os mesmos resultados que os valores a cada 15 

minutos, optando-se pela utilização da média, pois ela pode 

reduzir possíveis discrepâncias pontuais entre o valor previsto 

e o valor real de GHI. O uso da previsão de outras variáveis 

climáticas, como a temperatura, nebulosidade e precipitação 

também foram testados, porém sem gerar melhora no 

desempenho, portanto, não sendo utilizadas como entrada da 

LSTM. 

Após o pré-processamento dos dados, foi feito então o 

treinamento da LSTM, onde foi realizada a otimização dos 

hiperparâmetros para que se alcançasse um modelo mais 

preciso e robusto, por meio da biblioteca Optuna, que utiliza 

algoritmos de otimização bayesiana. Os hiperparâmetros 

otimizados são listados na Tabela 1. Foi utilizada a métrica de 

erro médio quadrático (mse - mean square error) dos dados de 

validação para ser minimizada durante a otimização, conforme 

em (7). Essa métrica tem a vantagem de penalizar mais os erros 

maiores, evitando-se subestimações ou superestimações 

graves na previsão. 

𝑚𝑠𝑒 =
1

𝑛
∑(𝑃𝑝𝑟𝑒𝑣𝑖

− 𝑃𝑟𝑒𝑎𝑙𝑖
)

2
,

𝑛

𝑖=1

                    (7) 

em que 𝑛 é o número de medições durante um dia (57 para este 

trabalho), 𝑃𝑝𝑟𝑒𝑣 é a potência prevista e 𝑃𝑟𝑒𝑎𝑙 é a potência real. 

Foi utilizada também uma função de parada antecipada do 

treinamento em caso de não haver melhoria no mse por mais 

de cinco épocas, a fim de evitar o overfitting. Além disso, foi 

acrescentada uma camada de dropout, que desativa 

aleatoriamente uma fração das unidades LSTM durante o 

treinamento também para evitar o overfitting, sendo essa 

fração um dos hiperparâmetros a serem otimizados. Foram 

feitas 200 tentativas para cada uma das 30 épocas no processo 

de otimização. 

Tabela 1. Otimização de hiperparâmetros 

Hiperparâmetro Espaço de busca 

Nº de camadas LSTM Entre 1 e 4 

N° de unidades LSTM Entre 32 e 128 

Taxa de dropout Entre 0 e 0,5 

Taxa de aprendizado Entre 0,0001 e 0,001 

A arquitetura da rede LSTM na metodologia proposta possui 

uma camada de entrada com as dimensões dos dados de 

entrada, as camadas LSTM (número de camadas e quantidade 

de unidades LSTM definidas pela otimização), a camada de 

dropout, uma camada densa intermediária e a camada de saída. 

O treinamento da rede LSTM foi realizado para as quantidades 

de dados processados a cada iteração (batch size) de 16, 32 e 

64. Inicialmente foi testado o resultado do modelo para 

somente dados de potência de 3 dias anteriores e, depois, foi 

acrescentado os dados de previsão de GHI a fim de melhorar a 

acurácia. 

As métricas utilizadas para mensurar a acurácia do método 

foram o erro médio absoluto (MAE – mean absolute error) e 

a raiz do erro médio quadrático (RMSE – root mean square 

error), conforme demonstrado em (8) e (9), respectivamente: 

𝑀𝐴𝐸 =
1

𝑛
∑|𝑃𝑝𝑟𝑒𝑣𝑖

− 𝑃𝑟𝑒𝑎𝑙𝑖
|

𝑛

𝑖=1

,                     (8) 



 

 

     

 

𝑅𝑀𝑆𝐸 = √
1

𝑛
∑(𝑃𝑝𝑟𝑒𝑣𝑖

− 𝑃𝑟𝑒𝑎𝑙𝑖
)

2
,

𝑛

𝑖=1

               (9) 

O método também foi testado em outra usina fotovoltaica, 

localizada na cidade de Campinas, SP. A metodologia 

empregada foi a mesma utilizada na usina de Poços de Caldas.  

Além disso, foi implementado um algoritmo de transferência 

de aprendizado, de tal forma que o modelo treinado na usina 

de Poços de Caldas foi utilizado como base para o treinamento 

do modelo de previsão para Campinas, alterando-se os dados 

de entrada para somente o valor médio do GHI previsto para o 

dia da previsão e congelando-se as camadas LSTM do modelo 

treinado para Poços de Caldas para que não se perdesse o 

treinamento que já tinha sido realizado anteriormente, ou seja, 

os pesos dessas camadas não foram alterados. Para adaptar o 

novo modelo aos dados da nova usina, foi acrescentada uma 

nova camada de entrada, uma nova camada LSTM após as 

camadas do modelo de Poços de Caldas e uma nova camada 

de saída. 

Ademais, outro teste realizado foi a simulação da operação em 

tempo real do modelo de Poços de Caldas durante 12 dias, a 

partir da coleta (às 23:45 horas) dos dados de potência dos três 

dias anteriores e também da previsão do GHI. 

4. RESULTADOS 

Para o primeiro treinamento foi utilizado como entrada para a 

LSTM somente os dados históricos de geração PV, sendo 

realizado cinco vezes para cada valor de batch size. Os valores 

médios do MAE e RMSE para os dados de validação e teste 

são mostrados na Tabela 2, sendo calculados utilizando os 

dados normalizados. 

Tabela 2. MAE e RMSE médios: somente com dados da 

geração PV como entrada 

Batch 

size 

Validação Teste 

MAE RMSE MAE RMSE 

16 0,12620 0,15261 0,09500 0,11780 

32 0,12642 0,15435 0,09550 0,11881 

64 0,12692 0,15441 0,09567 0,11837 

De acordo com a Tabela 2 pode-se afirmar que o valor do batch 

size não contribuiu significativamente para a melhoria dos 

erros médios, sendo que o maior desvio padrão foi 0,00133. 

Este mesmo comportamento se repetiu nos demais resultados 

que serão apresentados.  

Os erros dos dados de validação ficaram maiores porque são 

referentes ao período mais chuvoso para a região, o que gera 

maiores alterações climáticas. Já os dados de teste 

correspondem ao período de um ano inteiro.  

Para melhorar a acurácia da previsão, foi acrescentado como 

parâmetro a previsão do GHI do dia a ser prevista a geração 

PV. Como as variações do batch size não geraram diferenças 

significativas no resultado, a Tabela 3 apresenta o melhor 

resultado alcançado, que no caso foi para batch size de 32. 

Com a inclusão da previsão do GHI foi obtida uma melhora de 

12,23% no MAE e 7,48% no RMSE dos dados de teste, o que 

mostra ser interessante a utilização desse parâmetro. 

Para o treinamento deste modelo (da Tabela 3), os valores dos 

hiperparâmetros otimizados são mostrados na Tabela 4. 

Tabela 3. MAE e RMSE: melhor resultado com o acréscimo 

do GHI previsto 

Batch 

size 

Validação Teste 

MAE RMSE MAE RMSE 

32 0,11322 0,13975 0,08338 0,10899 

Tabela 4. Hiperparâmetros do melhor modelo treinado 

Hiperparâmetro Valor otimizado 

Nº de camadas LSTM 2 

N° de unidades LSTM 91, 57 

Taxa de dropout 0 

Taxa de aprendizado 0,000947 

4.1  Resultados com dados da usina FV da Unicamp 

Para testar a acurácia do método proposto, foi feita a previsão 

da geração PV de outra usina, localizada no campus da 

Unicamp, em Campinas, SP. O procedimento foi o mesmo dos 

dados de Poços de Caldas, utilizando-se também as mesmas 

datas para coleta dos dados. Como não houve diferença 

significativa alterando-se o valor do batch size, a Tabela 5 

apresenta somente o melhor modelo treinado para esses dados, 

utilizando somente dados históricos da geração PV como 

entrada para a LSTM. Já a Tabela 6 mostra o resultado para o 

modelo treinado com o acréscimo do GHI previsto como dados 

de entrada. 

Comparando-se os resultados das Tabelas 5 e 6, verifica-se 

uma melhora de 13,39% no MAE e 11,19% no RMSE quando 

acrescentado o GHI previsto. 

Comparando-se as Tabelas 5 e 6 com as Tabelas 2 e 3, verifica-

se uma melhora significativa na previsão dos dados da usina 

da Unicamp. O principal fator que justifica essa melhora são 

as características climáticas das duas regiões, pois o clima de 

serra em Poços de Caldas é mais instável do que o de 

Campinas, dificultando a tarefa de previsão. 

Tabela 5. Usina Unicamp: melhor resultado com somente 

dados de geração PV 

Batch 

size 

Validação Teste 

MAE RMSE MAE RMSE 

32 0,11877 0,14470 0,079889 0,10530 

Tabela 6. Usina Unicamp: melhor resultado com acréscimo 

do GHI previsto 

Batch 

size 

Validação Teste 

MAE RMSE MAE RMSE 

64 0,10421 0,13101 0,06919 0,09352 

4.2  Transferência de aprendizado   

Para que seja possível treinar novos modelos de previsão de 

geração PV para outras localidades, foi desenvolvido um 



 

 

     

 

algoritmo de transferência de aprendizado do modelo da usina 

de Poços de Caldas para a usina de Campinas. Com essa 

transferência de aprendizado, foram modificados os dados de 

entrada utilizados pelo modelo final, de tal forma que 

necessite-se apenas dos dados de previsão do GHI. Essa 

proposta de modelo de transferência de aprendizado permite 

utilizar a metodologia em usinas fotovoltaicas de diferentes 

localizações, sem necessitar de um longo período prévio de 

instalação para coleta de dados, pois só é necessário o 

download dos dados de previsão do GHI no site Open-Meteo 

(2024). 

Os resultados do teste com o modelo de transferência de 

aprendizado proposto são mostrados na Tabela 7.  

Tabela 7. Transferência de aprendizado da usina de Poços de 

Caldas para a de Campinas 

Validação Teste 

MAE RMSE MAE RMSE 

0,10813 0,13888 0,07109 0,09808 

Verifica-se que o MAE para os dados de teste da Tabela 7 foi 

2,75% pior comparado ao MAE dos dados de teste da Tabela 

6. Enquanto que o RMSE apresentou uma piora de 4,88%. Mas 

mesmo com esse pequeno aumento nos erros, pode-se afirmar 

que essas alterações nos erros do modelo com transferência de 

aprendizado ainda permitem sua utilização sem perdas 

significativas, possibilitando a utilização do modelo treinado 

em outras usinas fotovoltaicas após aplicação da transferência 

de aprendizado. 

4.3  Simulação da operação em tempo real  

Para verificar o comportamento real do método, foi simulada 

a previsão da geração PV do dia seguinte, coletando os dados 

às 23:45h do dia anterior e, então, alimentando o melhor 

modelo treinado para a usina de Poços de Caldas, cujos 

hiperparâmetros foram mostrados na Tabela 4. Esse 

procedimento foi repetido durante 12 dias, de 24/11/2024 a 

05/12/2024. Os resultados alcançados são mostrados na Tabela 

8. Verifica-se que os valores de erro são piores do que aqueles 

apresentados na Tabela 3 para os dados de teste. Isso ocorreu 

porque os 12 dias analisados estão no período de chuvas, o que 

de fato gera maiores erros na previsão. Mas a título de 

comparação, os valores de erro durante 45 dias entre os meses 

de novembro e dezembro para os dados de teste da usina de 

Poços de Caldas (incluídos no resultado da Tabela 3) também 

estão apresentados na Tabela 8. Observa-se que, de acordo 

com o esperado, nestes meses há um maior erro na previsão, 

estando o resultado de simulação da operação em tempo real 

condizente com os resultados da mesma época analisada. 

 
Figura 2. Simulação da operação do método em tempo real 



 

 

     

 

Tabela 8. Simulação da operação em tempo real 

Simulação – 12 dias Teste - 45 dias de nov/dez 

MAE RMSE MAE RMSE 

0,09748 0,11962 0,10683 0,13281 

Na Figura 2 é mostrado o resultado da simulação em tempo 

real dos 12 dias analisados com a geração PV normalizada. 

Conforme esperado e já discutido, os maiores erros de previsão 

ocorrem nos dias mais nublados e/ou chuvosos, como foi o 

caso do dia 03/12/2024, que foi um dia mais chuvoso que não 

estava corretamente previsto nos dados previsão do GHI 

usados como entrada para o modelo. No entanto, de forma 

geral o modelo proposto se comportou de forma muito 

semelhante aos resultados obtidos com o banco de dados de 

treino, validação e teste. 

5.  CONCLUSÕES 

Este trabalho analisou o impacto do uso da previsão da 

irradiância global horizontal (GHI) e da transferência de 

aprendizado na previsão de geração fotovoltaica (PV) baseada 

em redes recorrentes com memória de longo e curto prazo 

(LSTM). Para isso, foi desenvolvido um modelo que utiliza 

como entradas as medições dos três dias anteriores de geração 

PV e a previsão do GHI. O desempenho foi avaliado com 

dados reais de duas usinas em diferentes localizações, sendo 

uma delas em uma região de maior instabilidade climática. 

Os resultados obtidos demonstraram que a inclusão da 

previsão de GHI melhora significativamente a acurácia da 

previsão da geração PV. Em uma das usinas, essa melhoria foi 

de 13,39% no MAE e 11,19% no RMSE, quando comparado 

ao uso exclusivo dos dados históricos de geração PV. 

Além disso, foi testada a transferência de aprendizado, onde o 

modelo treinado em uma usina foi utilizado para inicializar o 

treinamento da outra, com a entrada da rede LSTM ajustada 

para considerar apenas o valor médio da previsão de GHI. Esse 

método resultou em uma piora de 2,75% no MAE e de 4,88% 

no RMSE, indicando que mesmo com um pequeno aumento 

nos erros, a abordagem ainda pode ser útil para usinas recém-

instaladas, pois não necessita de longos dados históricos de 

geração PV. 

A metodologia também foi validada em um cenário de 

operação em tempo real, com testes realizados ao longo de 12 

dias consecutivos. Embora tenha sido observada uma piora na 

acurácia devido ao período chuvoso, ao se comparar com os 

resultados obtidos para 45 dias entre novembro e dezembro, o 

erro permaneceu dentro do esperado, refletindo a influência 

sazonal natural nas previsões.  

Para trabalhos futuros, espera-se testar a aplicação do método 

em mais usinas de diferentes regiões do país. Além disso, 

pode-se adaptar o método para a previsão em espaços de tempo 

mais curtos (1 hora, 15 minutos etc), o que permitiria também 

utilizar os dados de GHI mais recentes (do dia da previsão) 

para ajustar e melhorar a previsão do próximo período de 

tempo. Outra análise importante a se fazer é em relação a como 

fatores que influenciam na potência de saída da usina, como a 

eficiência dos módulos e do inversor, afetam a transferência de 

aprendizado, assim como uma possível forma de avaliar a 

degradação dos módulos FV e perda de eficiência do inversor 

ao longo do tempo quando a previsão de geração tender a ser 

maior do que a potência de saída. 
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